spss professional statistics 7.5
escalamiento multidimensional


escalamiento multidimensional

Índice

1Índice

¿Qué hace este programa de escalamiento multidimensional?
4
Ejemplo
4
Estadísticos
4
Datos
5
Supuestos
5
Procedimientos relacionados
6
¿Cómo realizar un análisis de escalamiento multidimensional?
6
Forma de los datos
7
Crear medida
8
Medida
8
Crear matriz de distancias
10
Transformar valores
10
Modelo
11
Opciones
12
Características adicionales
13
Ejemplos de escalamiento multidimensional
14
Datos, modelos y análisis de escalamiento multidimensional
14
Ejemplo: distancias de vuelo
16
La naturaleza de los datos analizados en escalamiento multidimensional
18
El nivel de medida de los datos
19
La forma de los datos
19
La condicionalidad de los datos
20
Datos perdidos (Missing Data)
20
Datos multivariantes
20
Escalamiento multidimensional clásico
21
Ejemplo: distancias de vuelo
21
El modelo euclidiano
25
Álgebra del modelo euclidiano
26
Geometría del modelo euclidiano
26
Álgebra matricial del modelo euclidiano
27
Normalización
27
Detalles del escalamiento multidimensional clásico
28
Escalamiento multidimensional clásico métrico
28
Escalamiento multidimensional clásico no métrico
29
Medidas de ajuste
30
Ecuación fundamental del EMD clásico
31
Ejemplo: ordenación de las distancias aéreas
31
Escalamiento multidimensional clásico repetido
39
Escalamiento multidimensional replicado
39
Detalles del escalamiento multidimensional replicado
40
EMD replicado métrico
40
EMD replicado no-métrico
40
Diferencias individuales en el sesgo de respuesta
41
Medidas de ajuste
41
La ecuación fundamental del escalamiento multidimensional replicado
42
Ejemplo: percepción de la estructura de las partes del cuerpo
42
Escalamiento multidimensional ponderado
51
Geometría del modelo euclidiano ponderado
52
Álgebra del modelo euclidiano ponderado
57
Espacio de estímulos de un grupo
57
Espacios personales
59
Álgebra matricial del modelo euclidiano ponderado
60
Espacios personales
60
Rotación
61
Detalles del escalamiento multidimensional ponderado
61
EMD ponderado métrico y no-métrico
61
Medidas de ajuste
62
Ecuación fundamental del EMD ponderado
62
Ejemplo: percepción de la estructura de las partes del cuerpo
62
El índice de rareza
70
Los pesos (o ponderaciones) aplanados
74
Sintaxis del comando ALSCAL
77
Visión general
78
Opciones
78
Especificaciones básicas
79
Orden de los subcomandos
79
Operaciones
79
Limitaciones
80
Ejemplo
80
Subcomandos del comando ALSCAL
81
Subcomando VARIABLES
81
Subcomando INPUT
81
Subcomando SHAPE
82
Subcomando LEVEL
82
Subcomando CONDITION
84
Subcomando FILE
84
Subcomando MODEL
88
Subcomando CRITERIA
89
Subcomando PRINT
90
Subcomando PLOT
91
Subcomando OUTFILE
92
Subcomando MATRIX
93
Especificación de los análisis
95


¿Qué hace este programa de escalamiento multidimensional?

El EMD trata de encontrar la estructura de un conjunto de medidas de distancias entre un grupo de objetos o casos. Esto se realiza asignando las observaciones a determinadas posiciones en un espacio conceptual (normalmente bi- o tri-dimensional) de modo tal que las distancias entre los puntos en dicho espacio reproduzcan lo más fielmente posible los datos originales acerca de las disimilitudes entre los objetos. En muchos casos, las dimensiones de este espacio conceptual pueden ser interpretadas y posteriormente empleadas para comprender los datos originales. Si se dispone de variables medidas objetivamente, el EMD puede ser empleado como una técnica de reducción de datos (el programa calculará las distancias entre los objetos o los casos a partir de datos multivariables, si ello es necesario). También puede utilizarse para analizar juicios subjetivos de disimilitud entre objetos o conceptos. Por último, el módulo de EMD de SPSS puede trabajar con datos de disimilitud procedentes de distintas fuentes, lo que se corresponde con el caso en que distintos individuos evalúan las diferencias existentes entre un conjunto de objetos.

Ejemplo

¿Cómo perciben los consumidores las relaciones entre distintos automóviles? Si se dispone de datos procedentes de distintos individuos acerca de la similitud entre distintas marcas y modelos de automóviles, podemos emplear el EMD para identificar las dimensiones que describen las percepciones de los consumidores. Por ejemplo, podríamos encontrar que el precio y el tamaño de un vehículo definen un espacio bi-dimensional que recogería las similitudes percibidas y expresadas por los individuos encuestados.

Estadísticos

· Para cada modelo, este programa ofrece:

· la matriz de datos,

· la matriz de datos óptimamente escalados (disparidades),

· el valor del S-stress (Young),

· el valor del stress (Kruskal),

· el valor del RSQ (R²), 

· stress promedio y RSQ (R²) para cada estímulo (modelos RMDS). 

· Para modelos de diferencias individuales (INDSCAL), este programa ofrece:

· pesos o ponderaciones de los sujetos e

· índices de rareza para cada sujeto

· Para cada matriz de modelos de escalamiento multidimensional replicado:

· stress y

· RSQ (R²) para cada estímulo. 

· Gráficos: 

· coordenadas de los estímulos (de dos o tres dimensiones), 

· diagrama de dispersión de disparidades frente a distancias.

Datos

Si los datos son similitudes, éstas deben ser cuantitativas y deben estar medidas en la misma métrica. Si los datos son multivariables, las variables pueden ser cuantitativas, dicotómicas o nominales. La escala de las variables constituye una cuestión importante, pudiendo ésta afectar a la solución final. Si las variables presentan diferencias importantes en sus escalas, debería considerarse su estandarización. Esto se realiza automáticamente por el programa.

Supuestos

Este procedimiento de EMD está relativamente libre de supuestos en relación con la distribución de los datos. Asegúrese de que se selecciona el nivel de medida apropiado (ordinal, de intervalo o de razón).

Procedimientos relacionados

Si el objetivo es la reducción de datos, un método alternativo a considerar es el análisis factorial, especialmente si sus variables son cuantitativas. Si se quiere identificar grupos de casos similares, considere la utilización de algún método de análisis clúster.

¿Cómo realizar un análisis de escalamiento multidimensional?

Figura 1. Ejecución del módulo de escalamiento multidimensional
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Para realizar un análisis de escalamiento multidimensional con SPSS, d,eberá fundamentalmente, realizar los pasos siguientes:

· Según muestra la figura 1, deberá elegir el comando Escalamiento multidimensional.

· Según muestra la figura 2, deberá seleccionar Los datos son distancias o Crear distancias a partir de datos, según cuál sea su caso:

· Si sus datos son distancias, deberá seleccionar al menos cuatro variables numéricas para realizar el análisis y hacer click en Forma para indicar la forma de la matriz de distancias.

· Si desea que SPSS cree las distancias antes de analizarlas, deberá seleccionar al menos una variable numérica y hacer click en Medida para especificar el tipo de medida de distancia deseada.

Figura 2. Cuadro de diálogo principal del módulo de Escalamiento Multidimensional
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Forma de los datos

Figura 3. Cuadro de diálogo Forma de la matriz de datos 
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Si su archivo de datos contiene datos que representan distancias entre un conjunto de objetos o distancias entre dos conjuntos de objetos, deberá especificar la forma de su matriz de datos para obtener resultados correctos. Seleccione alguna de las tres formas alternativas que se ofrecen: Cuadrada simétrica, Cuadrada asimétrica, o Rectangular. Nota: no podrá seleccionar la opción Cuadrada simétrica si ha especificado la opción Condicionalidad por filas en el cuadro de diálogo Modelo.

Crear medida

Este programa emplea datos de disimilitud para crear una solución de escalamiento multidimensional. Si sus datos son multivariables (valores medidos para distintas variables), deberá crear datos de disimilitud para poder llevar a cabo un análisis de escalamiento multidimensional. Puede especificar los detalles acerca del modo en que dichos datos de disimilitud serán generados a partir de sus datos originales.

Medida

Le permite especificar el tipo de medida de disimilitud que será empleada en la generación de los datos de disimilitud. Seleccione de entre las opciones disponibles, el nivel de medida que se corresponda con el de sus datos. Seleccione uno de los tipos de medida disponibles en la lista desplegable correspondiente al nivel de medida seleccionado. Las opciones disponibles son (figura 4):

· Intervalo: 

· Distancia euclídea: La raíz cuadrada de la suma de los cuadrados de las diferencias entre los valores de los elementos. Ésta es la medida por defecto para datos de intervalo.

· Distancia euclídea al cuadrado: La suma de los cuadrados de las diferencias entre los valores de los elementos.

· Chebychev: La diferencia absoluta máxima entre los valores de los elementos.

· Bloque: La suma de las diferencias absolutas entre los valores del elemento. También se conoce como la distancia de Manhattan.

· Minkowski: La raíz p-ésima de la suma de las diferencias absolutas elevada a la potencia p-ésima entre los valores de los elementos.

· Personalizada: La raíz r-ésima de la suma de las diferencias absolutas elevada a la potencia p-ésima entre los valores de los elementos.

· Frecuencias: 

· Medida de chi-cuadrado: Basado en prueba de igualdad de chi-cuadrado para dos conjuntos de frecuencias. Ésta es la medida por defecto para datos de recuento.

· Medida de phi-cuadrado: Esta medida es igual a la medida de chi-cuadrado normalizada por la raíz cuadrada de la frecuencia combinada.

· Binaria: 

· Distancia euclídea: Se calcula a partir de una tabla 2x2 como SQRT(b+c), donde b y c representan las casillas diagonales correspondientes a los casos presentes en un elemento pero ausentes en el otro.

· Distancia euclídea al cuadrado: Se calcula como el número de casos discordantes; su valor mínimo es 0 y no tiene límite superior. 

· Diferencia de tamaño: Se trata de un índice de asimetría; oscila de 0 a 1.

· Diferencia de configuración: Medida de disimilaridad para datos binarios que oscila de 0 a 1. Se calcula a partir de una tabla 2x2 como bc/(n2), donde b y c representan las casillas diagonales correspondientes a los casos presentes en un elemento pero ausentes en el otro y n es el número total de observaciones.

· Varianza: Se calcula a partir de una tabla 2x2 como (b+c)/4n, donde b y c representan las casillas diagonales correspondientes a los casos presentes en un elemento pero ausentes en el otro y n es el número total de observaciones; oscila de 0 a 1.

· Lance y Williams: Se calcula a partir de una tabla 2x2 como (b+c)/(2a+b+c), donde a representa la casilla correspondiente a los casos presentes en ambos elementos y b y c representan las casillas diagonales correspondientes a los casos presentes en un elemento pero ausentes en el otro; oscila entre 0 y 1. También se conoce como el coeficiente no métrico de Bray-Curtis.

Figura 4. Cuadro de diálogo Crear la medida a partir de los datos
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Crear matriz de distancias

Le permite especificar la unidad de análisis. Las dos opciones disponibles son: entre variables y entre casos.

Transformar valores

En ciertos casos (por ejemplo, cuando las variables están medidas en escalas muy diferentes), puede interesarle estandarizar los valores antes de calcular las proximidades (no aplicable a datos binarios). Seleccione el método de estandarización de la lista desplegable (si no se requiere estandarización alguna, seleccione ninguno).

Las siguientes opciones están disponibles para la transformación de valores:

· Puntuaciones Z. Los valores se tipifican como puntuaciones Z, con una media de 0 y una desviación típica de 1.

· Rango -1 a 1. Cada valor del elemento que se tipifica se divide por el rango de los valores.

· Rango 0 a 1. El procedimiento sustrae el valor mínimo de cada elemento que se tipifica y después lo divide por el rango.

· Magnitud máxima de 1. El procedimiento divide cada valor del elemento que se tipifica por el máximo de los valores.

· Media 1. El procedimiento divide cada valor del elemento que se tipifica por la media de los valores.

· Desviación típica 1. El procedimiento divide cada valor de la variable o caso que se tipifica por la desviación típica de los valores.

Modelo

La correcta estimación de un modelo de escalamiento multidimensional depende de ciertos aspectos relacionados con los datos y el modelo mismo.

· Nivel de medida: le permite especificar el nivel de medida de sus datos. Dispone para ello de tres alternativas: Ordinal, Intervalo y Razón. Si sus datos son ordinales y selecciona la opción Desempatar observaciones empatadas, supone que el programa tratará las variables como si fueran continuas, de modo que los empates (valores iguales para casos diferentes) se resolverán de forma óptima.

· Condicionalidad: le permite especificar que comparaciones son significativas. Dispone de tres opciones: Matriz, Fila e Incondicional.

· Dimensiones: le permite especificar la dimensionalidad de la solución o soluciones. Se calculará una solución para cada dimensionalidad comprendida en el rango especificado. Especifique valores entre 1 y 6; el valor mínimo 1 sólo será admitido si se selecciona la opción Distancia euclídea en el apartado Modelo de escalamiento. Para obtener una única solución, especifique el mismo valor en las casillas máximo y mínimo.

· Modelo de escalamiento: le permite especificar los supuestos sobre los cuales ha de llevarse a cabo el escalamiento. Las dos opciones disponibles son: Distancia euclídea y Distancia euclídea de diferencias individuales (también conocido como modelo INDSCAL). Para el modelo de distancias euclídeas de diferencias individuales, puede seleccionar la opción permitir ponderaciones negativas de los sujetos, si ello resulta apropiado para sus datos.

Figura 5. Cuadro de diálogo Modelo
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Opciones

El cuadro de diálogo de la figura 6 le permitirá especificar las opciones de su análisis de escalamiento multidimensional.

Figura 6. Cuadro de diálogo Opciones
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· Mostrar: le permite seleccionar distintas formas de presentación de los resultados. Las opciones disponibles son: Gráficos de grupo, Gráficos de sujetos individuales, Matriz de datos y Resumen del modelo y opciones.

· Criterios: le permite especificar en qué condiciones debe detenerse el proceso iterativo que da lugar a una solución. Para cambiar los valores por defecto, introduzca los valores deseados para el nivel de convergencia de s-stress, el valor mínimo de s-stress y el número máximo de iteraciones.

· Tratar distancias menores que n como perdidas: le permite especificar que las distancias menores que el valor n  sean excluidas del análisis.

Características adicionales

El lenguaje de comandos de SPSS le permite además:

· Emplear tres modelos adicionales, conocidos como ASCAL, AINDS y GEMSCAL.

· Realizar transformaciones polinómicas de los datos de razón o de intervalos.

· Analizar similitudes (en lugar de distancias) cuando se trate de datos ordinales.

· Analizar datos nominales.

· Guardar las matrices de coordenadas y ponderaciones en ficheros para su posterior análisis.

· Restringir el despliegue (desdoblamiento) multidimensional (multidimensional unfolding).

Ejemplos de escalamiento multidimensional

· ¿Qué características son consideradas por los consumidores a la hora de decidir qué automóvil comprar? ¿Su carácter deportivo? ¿Su fiabilidad?

· ¿Qué aspectos de un candidato político son importantes en el momento en que un votante toma una decisión? ¿Su partido político? ¿La postura del candidato en relación con la política de defensa?

· ¿Qué características interpersonales entran en juego cuando un miembro de un grupo de trabajo habla con otros miembros del mismo? ¿El estatus de ambos miembros? ¿Su conocimiento de la tarea del grupo de trabajo? ¿Sus características socioeconómicas?

¿Cómo podemos dar respuesta a este tipo de interrogantes? Las variables mencionadas anteriormente tienen un carácter subjetivo, al igual que sus unidades de medida y los valores de dichas unidades. Se supone que estas variables existen en las mentes de las personas y que no tienen una existencia objetiva e independiente.

Existen, al menos, dos modos de responder a cuestiones como las formuladas anteriormente; al menos dos formas de construir escalas objetivas que se correspondan de forma razonable con las “escalas” internas de los individuos. Uno de ellos consiste en obtener datos multivariables y emplear posteriormente un método de análisis factorial.

En este capítulo se propone una vía alternativa, consistente en obtener datos de disimilitud y emplear un procedimiento de escalamiento multidimensional para analizarlos. Esta segunda vía constituye el objetivo central del presente capítulo. Es decir, nos centraremos en el escalamiento multidimensional de datos de disimilitud como forma de construir escalas objetivas para atributos subjetivos.

Datos, modelos y análisis de escalamiento multidimensional

¿Qué es el escalamiento multidimensional? El escalamiento multidimensional (EMD) está diseñado para analizar datos de proximidad, es decir, datos que indican la disimilitud (o similitud) entre dos estímulos. Por ejemplo, el EMD puede aplicarse a datos acerca de la disimilitud (o similitud) entre pares de candidatos políticos o pares de automóviles. El escalamiento multidimensional analiza estos datos de disimilitud mostrando la estructura de los mismos en forma de gráfico geométrico. El escalamiento multidimensional tiene su origen en la psicometría, en el seno de la cual fue propuesto como medio para ayudar a comprender los juicios de similitud realizados por los individuos en relación a un conjunto de objetos. Actualmente, el escalamiento multidimensional se ha convertido en una técnica de análisis de datos empleada en una amplia variedad de campos.

¿Qué son los datos de disimilitud? El escalamiento multidimensional representa gráficamente la estructura de un conjunto de objetos a partir de datos que aproximan las distancias entre pares de objetos. Los datos, (llamados similitudes, disimilitudes, distancias o proximidades) deben reflejar el nivel de disimilitud (o similitud) entre los pares de objetos. En este capítulo, empleamos el término disimilitud para referirnos genéricamente tanto a las similitudes (para las que valores superiores indican un mayor nivel de similitud), como a las disimilitudes (para las que valores superiores indican un menor nivel de similitud).

Tradicionalmente, los datos de disimilitud constituyen datos subjetivos obtenidos pidiendo a los individuos entrevistados que juzguen las disimilitudes existentes entre pares de objetos, como automóviles, candidatos políticos, tipos de vinos, etc.. Sin embargo, los datos de disimilitud pueden proceder también de medidas objetivas. Por ejemplo, los datos de disimilitud pueden calcularse a partir de datos multivariables. Así, podemos emplear los registros de las votaciones del Congreso para calcular la proporción de acuerdos en las votaciones de cada par de congresistas. No obstante, los datos deberán reflejar siempre el grado de disimilitud entre pares de objetos o hechos.

Podemos trabajar con una o más matrices de datos de disimilitud. Por ejemplo, si hemos observado la frecuencia con la que cada par de miembros de una organización se comunican entre sí, tendremos una única matriz en la que tales frecuencias indicaran la similitud entre pares de personas. Si contamos con los juicios de distintos conductores acerca de la disimilitud entre pares de automóviles, entonces tendremos tantas matrices de datos como personas hayan sido entrevistadas.

¿Qué es el modelo de escalamiento multidimensional? Cada objeto o hecho es representado por un punto en un espacio multidimensional. Los puntos son posicionados en dicho espacio de modo que las distancias entre los mismos reproduzcan lo más fielmente posible las disimilitudes entre los mismos. Es decir, dos objetos similares serán representados por sendos puntos que se situarán muy cerca el uno del otro, en tanto que dos objetos muy distintos serán representados por otros tantos puntos muy alejados entre sí. El espacio empleado para dicha representación suele ser un espacio euclidiano de dos o tres dimensiones (si bien puede tener más dimensiones). Este modelo es conocido como modelo euclidiano. En otras ocasiones se utiliza un modelo originalmente diseñado para representar las diferencias individuales en los juicios de disimilitud. Este modelo, conocido como INDSCAL (individual differences scaling), calcula pesos o ponderaciones para los individuos en relación con las dimensiones del espacio euclidiano. Este modelo será analizado posteriormente de forma más detallada.

¿Cuántos tipos de análisis de escalamiento multidimensional existen? Escalamiento multidimensional es un término genérico que hace referencia a diferentes tipos de análisis. El tipo de análisis de escalamiento multidimensional depende del número de matrices de disimilitudes, del nivel de medida de los datos de disimilitud y del modelo de escalamiento multidimensional empleado para analizar los datos.

Podemos clasificar los distintos tipos de análisis de EMD según el número de matrices empleadas y según el modelo utilizado para su análisis. Esto resulta en cuatro tipos de análisis de EMD: 

· EMD clásico: una matriz, modelo euclidiano,

· EMD replicado: varias matrices, modelo euclidiano, 

· EMD ponderado: varias matrices, modelo euclidiano ponderado (también conocido como modelo INDSCAL)

· EMD generalizado: varias matrices, modelo euclidiano generalizado.

Para el modelo INDSCAL y el modelo generalizado se necesita más de una matriz.

También podemos clasificar los tipos de escalamiento multidimensional según si los datos de disimilitud están medidos en una escala ordinal (EMD no métrico) o en una escala de intervalos o de razón (EMD métrico). Esta distinción puede combinarse con la distinción clásico/replicado/ponderado para obtener seis tipos distintos de EMD. Discutiremos todos ellos más adelante.

El algoritmo de escalamiento multidimensional implementado en SPSS es capaz de realizar distintos tipos de análisis, algunos de los cuales no son tratados en este capítulo [Ver Young y Lewychyj (1979) o Young y Hamer (1987) para más información a este respecto].

Ejemplo: distancias de vuelo

El propósito del escalamiento multidimensional es construir un mapa de las posiciones de cada objeto en relación con el resto a partir de un conjunto de datos que especifican como de distintos son dichos objetos entre sí. Esto es similar al problema planteado a un investigador que, conociendo las distancias entre un conjunto de lugares, necesitaba dibujar un mapa que mostrara las posiciones relativas de los mismos.

La figura 7 representa la matriz de datos de disimilitud introducida en el editor de datos de SPSS. Se trata de las distancias entre 10 ciudades estadounidenses. Las ciudades son los “objetos” y las distancias son las “disimilitudes”. Por ejemplo, la distancia entre Atlanta y Chicago (mostrada en la fila 2, columna 1) es 587 millas. Observe que todos los valores de la diagonal principal son iguales a 0, ya que éstos representan la distancia entre cada ciudad y ella misma. Observe también que cada columna de la matriz contiene datos sobre una variable diferente. La primera columna contiene las distancias respecto a Atlanta, la segunda respecto a Chicago, y así sucesivamente.

Figura 7. Distancias aéreas entre 10 ciudades estadounidenses
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La figura 8 muestra el mapa generado por el programa a partir de los datos anteriores. Éste muestra las posiciones relativas de las diez ciudades.

Las ciudades que son similares (la distancia entre ellas es pequeña) están representadas en el gráfico por puntos situados a poca distancia, mientras que las menos similares (las más alejadas entre sí) están representadas por puntos alejados entre sí. Hay que destacara que la orientación es arbitraria. Para este análisis concreto, SPSS ha determinado las dimensiones de forma tal que la primera dimensión es la más larga, la segunda es la siguiente más larga y así sucesivamente. Por coincidencia, el norte está situado en la parte superior del gráfico y el oeste en la parte izquierda.

Figura 8. Mapa de distancias aéreas entre 10 ciudades estadounidenses
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La naturaleza de los datos analizados en escalamiento multidimensional

El algoritmo de escalamiento multidimensional de SPSS analiza datos de disimilitud. Estos datos pueden haber sido obtenidos directamente o calculados a partir de datos multivariables. En todo caso, la naturaleza básica de los datos de disimilitud queda ejemplificada por los datos de distancias entre ciudades analizados anteriormente. Los elementos individuales de la matriz de datos indican el grado de disimilitud entre los pares de objetos representados por las filas y columnas de la matriz.

SPSS es muy flexible respecto al tipo de datos de disimilitud a analizar. Los datos pueden variar en términos de su nivel de medida, su forma y su condicionalidad. Pueden existir distintas pautas de datos perdidos. Estos aspectos son tratados brevemente en esta sección [para una discusión más detallada, ver Young y Hamer (1987)].

El módulo de escalamiento multidimensional de SPSS puede analizar directamente datos multivariantes, pero no recomendamos su utilización para este propósito. SPSS puede calcular disimilitudes a partir de datos multivariantes, las cuales pueden ser posteriormente analizadas mediante el algoritmo de escalamiento multidimensional.

El nivel de medida de los datos

Los datos pueden ser analizados de forma que se respete la naturaleza básica de cualquiera de los siguiente niveles de medida: ordinal, de intervalos y de razón. Los casos de datos nominales de disimilitud son extremadamente raros y no son discutidos aquí. Los tres niveles restantes pueden agruparse en dos categorías que definen dos tipos de datos y dos tipos de análisis. El nivel ordinal de medida define que los datos son cualitativos y que el análisis es no-métrico. Los niveles de razón y de intervalos definen que los datos son cuantitativos y que el análisis es métrico.

La forma de los datos

Los datos pueden ser rectangulares o cuadrados. A su vez, los datos cuadrados pueden ser simétricos y asimétricos. Por tanto, tenemos tres tipos básicos de datos atendiendo a su forma: simétricos, asimétricos y rectangulares. SPSS puede analizar datos de estos tres tipos.

En esta parte únicamente discutimos datos cuadrado, tanto simétricos como asimétricos. En ambos casos, las filas y las columnas hacen referencia al mismo conjunto de objetos. Por ejemplo, las filas y las columnas pueden referirse a candidatos políticos o a automóviles. En ambos casos, los datos indican el grado de disimilitud entre cada par de objetos. Por lo tanto, si las filas y las columnas se refieren a automóviles, los datos indican el grado de disimilitud entre pares de automóviles.

Veamos la diferencia entre los datos simétricos y asimétricos. Si el grado de disimilitud entre los objetos A y B es la misma que la disimilitud entre B y A, es decir, si la disimilitud entre dos objetos es independiente del orden en que estos son considerados, tenemos datos simétricos. En caso contrario, tenemos datos asimétricos.

SPSS puede analizar también datos rectangulares. El ejemplo más típico de datos de este tipo son los datos multivariantes. Es este caso, cada elemento especifica la disimilitud de todos los objetos de un conjunto con todos los elementos de un segundo conjunto. Pero para estos datos, no existe información acerca de la disimilitud entre los objetos de un mismo conjunto, lo que a menudo constituye un problema del escalamiento multidimensional. Los datos rectangulares deben ser analizados con sumo cuidado, dado que los resultados no suelen ser robustos.

La condicionalidad de los datos

En este capítulo, discutimos dos tipos de condicionalidad de los datos: condicionalidad por matrices y condicionalidad por filas. La mayoría de los datos de disimilitud son condicionales por matrices. Es decir, la mayoría de dichos datos son tales que los valores de una misma matriz están medidos en una misma escala de medida. Por lo tanto, si tenemos una matriz en la que un valor representa la proporción de ocasiones en que dos congresistas han votado de forma distinta, todos los valores estarán expresados en la misma escala y diremos que tienen condicionalidad por matrices. Consideremos ahora el caso de que contamos con juicios de disimitud realizados por una serie de expertos acerca de distintos pares de vinos. Cabe suponer que los juicios de cada experto estén basados en sus propias escalas individuales, reflejando sus propias percepciones y utilizando sus propios criterios. Por tanto, el verdadero significado de un determinado juicio está condicionado por el experto que lo ha realizado. Por lo tanto, estos datos son también condicionales por matrices.

Datos perdidos (Missing Data)

SPSS puede analizar datos que contengan cualquier pauta de datos perdidos. Lógicamente, cuanto mayor se el número de datos perdidos menor será la probabilidad de obtener un análisis fiable.

Datos multivariantes

Como ha sido discutido por Young y Hamer (1987), los datos multivariantes pueden considerarse datos rectangulares (dado que el número de observaciones no suele coincidir con el número de variables) y condicionados por columnas (dado que las variables suelen estar medidas en escalas diferentes). Los niveles de medida de este tipo de datos suelen variar de una variable a otra.

Aunque SPSS puede analizar directamente este tipo de datos, ello no suele producir resultados útiles. Si los datos multivariantes son cuantitativos o si son dicotómicos, SPSS puede calcular datos de disimilitud a partir de ellos empleando distancias euclídeas o distancias euclídeas binarias. Estas disimilitudes pueden ser analizadas mediante SPSS.

Si bien el módulo de escalamiento multidimensional de SPSS puede analizar una matriz de disimilitudes calculada a partir de datos multivariantes, ello no supondría ventaja alguna, dado que el análisis sería equivalente a un análisis de componentes principales.

La verdadera potencia de SPSS en relación con los datos multivariantes se manifiesta cuando se dispone de varias matrices de datos multivariantes. En este caso, podemos calcular una matriz de disimilitudes para cada matriz de datos multivariantes. Estas matrices multivariantes pueden ser analizadas simultáneamente por SPSS. Esta característica permite realizar análisis factorial de tres modos, una familia de análisis que suponen uno de los pocos métodos para analizar múltiples matrices de datos multivariantes.

Escalamiento multidimensional clásico

El escalamiento multidimensional clásico (EMDC) es la forma más sencilla de escalamiento multidimensional. El aspecto que identifica a esta forma de análisis es que se parte de una única matriz de disimilitudes.

Capítulo 1.  Ejemplo: distancias de vuelo

Retomemos el ejemplo de las distancias entre las ciudades estadounidenses presentado anteriormente. Se trata de un ejemplo de EMDC porque se parte de una única matriz de disimilitudes, la presentada en la figura 7. Los datos son cuadrados simétricos y están medidos en una escala de razón. El único modelo que puede emplearse en este caso es el modelo euclidiano y sabemos que dos dimensiones deben ser suficientes para reproducir las disimilitudes.

La figura 9 resume todas las opciones elegidas para este análisis de escalamiento multidimensional concreto. La figura 10 presenta la matriz de datos. 

La historia de las iteraciones presentada en la figura 11 es realizada por defecto. No obstante, si no se especifica un S-stress mínimo de 0,001, SPSS realizará una única iteración, dado que el valor mínimo por defecto del S-stress es 0,005 y el valor del S-stress para la primera iteración es de sólo 0,003. El S-stress es una medida de ajuste que varía entre 1 (el peor ajuste posible) y 0 (ajuste perfecto). A continuación, el programa presenta otras dos medidas de ajuste, la medida de stress de Kruskal (0,00231) y el coeficiente de correlación al cuadrado (RSQ=0.99998) entre los datos y las distancias. Las tres medidas de ajuste, que serán definidas y discutidas posteriormente, indican que el modelo euclidiano bidimensional describe perfectamente las distancias aéreas entre las 10 ciudades. La figura 12 muestra las coordenadas de los estímulos empleadas para trazar la figura 8.

A continuación (figura 13), SPSS muestra una matriz llamada Optimally scaled data (disparities) for subject 1 [datos óptimamente escalados (disparidades) para el sujeto 1]. Para este análisis, en el que se ha especificado que los datos están expresados en una escala de razón, los valores de esta matriz de disparidades están linealmente relacionados con las distancias aéreas originales.

El elevado nivel de ajuste indicado por los tres indicadores de ajuste anteriormente interpretados se representa igualmente en la figura 14. Este gráfico representa a las disparidades (eje horizontal) en relación con las distancias originales (eje vertical). Las disparidades han sido estandarizadas, de modo que sus unidades han cambiado. Las distancias son distancias euclídeas entre todos los pares de puntos representados en la figura 8. Por lo tanto, la figura 14 representa el nivel de ajuste entre las distancias de la configuración final y los datos originales, que es el nivel de ajuste que busca ser optimizado por el procedimiento de escalamiento multidimensional y que es resumido por los tres índices anteriormente comentados. De hecho, el RSQ es simplemente la correlación al cuadrado entre los datos y las distancias. Por lo tanto, si observamos el gráfico podemos ver en qué medida los puntos se concentran en torno a la línea de ajuste perfecto que iría desde la esquina inferior izquierda a la esquina superior derecha. En este caso, vemos que todos los puntos se concentran en torno a dicha línea de ajuste perfecto.

Figura 9. Opciones del análisis

Alscal Procedure Options

Data Options-

Number of Rows (Observations/Matrix).   10

Number of Columns (Variables) .  .  .   10

Number of Matrices   .  .  .  .  .  .    1

Measurement Level .  .  .  .  .  .  .    Ratio

Data Matrix Shape .  .  .  .  .  .  .    Symmetric

Type  .  .  .  .  .  .  .  .  .  .  .    Dissimilarity

Approach to Ties  .  .  .  .  .  .  .    Leave Tied

Conditionality .  .  .  .  .  .  .  .    Matrix

Data Cutoff at .  .  .  .  .  .  .  .     ,000000

Model Options-

Model .  .  .  .  .  .  .  .  .  .  .    Euclid

Maximum Dimensionality  .  .  .  .  .    2

Minimum Dimensionality  .  .  .  .  .    2

Negative Weights  .  .  .  .  .  .  .    Not Permitted

Output Options-

Job Option Header .  .  .  .  .  .  .    Printed

Data Matrices  .  .  .  .  .  .  .  .    Printed

Configurations and Transformations  .    Plotted

Output Dataset .  .  .  .  .  .  .  .    Not Created

Initial Stimulus Coordinates  .  .  .    Computed

Algorithmic Options-

Maximum Iterations   .  .  .  .  .  .       30

Convergence Criterion   .  .  .  .  .     ,00100

Minimum S-stress  .  .  .  .  .  .  .     ,00100

Missing Data Estimated by  .  .  .  .    Ulbounds

Figura 10. Matriz de datos

Raw (unscaled) Data for Subject 1

                      1          2          3          4          5

              1       ,000

              2    587,000       ,000

              3   1212,000    920,000       ,000

              4    701,000    940,000    879,000       ,000

              5   1936,000   1745,000    831,000   1374,000       ,000

              6    604,000   1188,000   1726,000    968,000   2339,000

              7    748,000    713,000   1631,000   1420,000   2451,000

              8   2139,000   1858,000    949,000   1645,000    347,000

              9   2182,000   1737,000   1021,000   1891,000    959,000

             10    543,000    597,000   1494,000   1220,000   2300,000

                      6          7          8          9         10

              6       ,000

              7   1092,000       ,000

              8   2594,000   2571,000       ,000

              9   2734,000   2408,000    678,000       ,000

             10    923,000    205,000   2442,000   2329,000       ,000

Figura 11. Historia de las iteraciones

Iteration history for the 2 dimensional solution (in squared distances)

                  Young's S-stress formula 1 is used.

                Iteration     S-stress      Improvement

                    1           ,00308

                    2           ,00280         ,00029

                         Iterations stopped because

                 S-stress improvement is less than   ,001000

            Stress and squared correlation (RSQ) in distances

RSQ values are the proportion of variance of the scaled data (disparities)

           in the partition (row, matrix, or entire data) which

            is accounted for by their corresponding distances.

             Stress values are Kruskal's stress formula 1.

                For  matrix

    Stress  =   ,00231      RSQ =  ,99998

Figura 12. Coordenadas de los estímulos

Configuration derived in 2 dimensions

                   Stimulus Coordinates

                        Dimension

Stimulus   Stimulus     1        2

 Number      Name

    1      ATLANTA     ,9587   -,1913

    2      CHICAGO     ,5095    ,4537

    3      DENVER     -,6435    ,0330

    4      HOUSTON     ,2150   -,7627

    5      LOSANGEL  -1,6043   -,5159

    6      MIAMI      1,5104   -,7733

    7      NEWYORK    1,4293    ,6906

    8      SANFRANC  -1,8940   -,1482

    9      SEATTLE   -1,7870    ,7677

   10      WASHDC     1,3059    ,4464

Figura 13. Datos óptimamente escalados

Optimally scaled data (disparities) for subject   1

                      1          2          3          4          5

              1       ,000

              2       ,783       ,000

              3      1,616      1,227       ,000

              4       ,935      1,254      1,172       ,000

              5      2,582      2,327      1,108      1,832       ,000

              6       ,806      1,584      2,302      1,291      3,119

              7       ,998       ,951      2,175      1,894      3,269

              8      2,853      2,478      1,266      2,194       ,463

              9      2,910      2,317      1,362      2,522      1,279

             10       ,724       ,796      1,992      1,627      3,067

                      6          7          8          9         10

              6       ,000

              7      1,456       ,000

              8      3,459      3,429       ,000

              9      3,646      3,211       ,904       ,000

             10      1,231       ,273      3,257      3,106       ,000

Figura 14. Distancias vs. disparidades
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El alto nivel de ajuste mostrado por los resultados anteriores es una consecuencia de la ausencia de error en los datos que sirven de entrada y de que hemos supuesto correctamente que dichos datos están medidos en una escala de razón. Estos resultados implican que un espacio bi-dimensional es suficiente para explicar las distancias aéreas entre las diez ciudades consideradas. Estos resultados nos aseguran que el algoritmo de escalamiento multidimensional hace lo que se supone que debe hacer, dado que está recogiendo la estructura que sabemos que existe en los datos originales.

El modelo euclidiano

En esta sección presentamos el modelo euclidiano. En primer lugar, presentamos el álgebra de dicho modelo y su geometría. Posteriormente, retomaremos el álgebra de este modelo, esta vez vista desde la óptica del álgebra matricial, en lugar de la más simple del álgebra escalar.

Álgebra del modelo euclidiano

El escalamiento multidimensional clásico (EMDC) emplea las distancias euclidianas para modelizar las disimilitudes. Es decir, la distancia entre dos puntos dij entre los puntos i y j está definida por la siguiente expresión:
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donde xia representa la posición (la coordenada) del punto i respecto a la dimensión a. Los valores xia y xja son las coordenadas de los estímulos de la figura 12, que son empleadas para representar gráficamente la configuración resultante en la figura 8. En la figura 14, las distancias dij son representadas en el eje vertical en relación con sus correspondientes disimilitudes normalizadas (eje horizontal).

Obsérvese que en la figura 8 aparecen n puntos. En este caso, n = 10, uno para cada uno de los n objetos (ciudades). Existen también r dimensiones (en este caso, r = 2). El valor por defecto de r  es 2, pero puede especificarse un número de dimensiones distinto. La disimilitud entre los objetos i y j es representada como sij, presentada en la figura 10 como Raw (unscaled) Data for Subject 1. En este caso, las disimilitudes son las distancias aéreas reales entre las 10 ciudades.

Las dimensiones del espacio resultante pueden ser reflejadas, permutadas o rotadas. Puede realizarse un cambio del origen. Puede cambiarse la escala en que están expresadas multiplicando las coordenadas respecto a todas las dimensiones por un mismo factor (nunca multiplicando las coordenadas respecto a cada dimensión por factores distintos).

Capítulo 1.  Geometría del modelo euclidiano

Geométricamente, el modelo de distancias euclídeas presentado anteriormente es una generalización multidimensional del Teorema de Pitágoras, como lo demuestra la figura 15.

En esta figura, se representan los puntos x1 y x2, así como sus correspondientes proyecciones sobre las dos dimensiones. Así, xia representa la proyección del punto i sobre la dimensión a. Comparando esta figura con la fórmula 1, podemos ver que ésta calcula la longitud de la hipotenusa de un triángulo rectángulo (d12) como la raíz cuadrada de la suma de los cuadrados de sus catetos, cuyo valor es igual, respectivamente, a (x11- x21) y (x12- x22).

Figura 15. Geometría de la distancia euclídea
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Capítulo 1.  Álgebra matricial del modelo euclidiano

Empleando el álgebra matricial, el modelo euclidiano puede definirse como:
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[2]

donde xi es la fila i-ésima de X, compuesta por las r coordenadas del punto i-ésimo respecto a las r dimensiones. Las dimensiones de un espacio euclidiano pueden ser rotadas. Esta característica será contrastada con otros modelos de escalamiento multidimensional en los que las dimensiones no pueden ser rotadas.

Capítulo 1.  Normalización

Las coordenadas de los estímulos pueden ser cambiadas de distintas formas sin que ello suponga sino una multiplicación por una constante (el tipo de cambio permitido en el caso del modelo euclidiano). Estos cambios permitidos en las coordenadas incluyen un cambio en la media de cada dimensión y la multiplicación de todas las coordenadas por una constante. Dado que la media y la unidad son arbitrarias, se ha establecido que sean iguales para todos los análisis. Concretamente, la media de cada dimensión se ha fijado a cero:
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y se ha fijado que la longitud media de las dimensiones sea igual al número de puntos:
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Obsérvese que no se ha hecho nada por rotar el espacio en una dirección específica. Sin embargo, la primera iteración comienza con una configuración orientada de modo tal que la primera dimensión es la más larga, la segunda dimensión es la segunda más larga, y así sucesivamente. Se dice que una dimensión es más larga que otra si la suma de las coordenadas respecto a ésta al cuadrado es mayor.

Detalles del escalamiento multidimensional clásico

En esta sección, discutiremos algunos detalles importantes acerca del EMDC, entre los que se incluyen la distinción entre el EMDC métrico y no-métrico, las medidas de la bondad del ajuste y la ecuación fundamental del EMDC.

Capítulo 1.  Escalamiento multidimensional clásico métrico

El caso de las distancias aéreas entre las ciudades presentado anteriormente constituye un ejemplo de EMDC métrico. Es métrico porque se asume que las distancias aéreas están medidas en una escala de razón. Es clásico porque se cuenta únicamente con una matriz de disimilitudes. En este caso, SPSS ajusta las distancias euclídeas al cuadrado (la matriz D2, compuesta por los elementos d2ij) a las disimilitudes (la matriz S, compuesta por los elementos sij), hasta hacerlas lo más parecidas posible.

El ajuste de las distancias euclídeas al cuadrado a las disimilitudes viene representado por la ecuación:

l{S}=D2+E








[5]

en la que l{S}es una transformación lineal de las disimilitudes que forman la matriz S. La transformación l toma a la matriz S como argumento, dando lugar a la matriz T:

T= l{S}









[6]

Si las disimilitudes están medidas en una escala de razón (como en el ejemplo anterior), la transformación lineal tendrá su origen en cero. Si la escala de medida es de intervalo, el origen puede no ser cero. Para datos de similitud, la pendiente de la función es positiva. Si los datos son condicionales por filas, las transformaciones son algo más complejas, como veremos más adelante.

Hay que destacar que las transformaciones para los datos medidos en una escala de intervalos están sujetas a indeterminaciones que no existen para otros niveles de medida. Por lo tanto, si aparecieran mensajes de aviso, se debería probar con otros niveles de medida.

 También es necesario destacar que, por razones técnicas, los resultados de la aplicación del algoritmo de escalamiento multidimensional de SPSS a datos de similitud no son tan robustos como los de su aplicación a datos de disimilitud. Por esta razón, antes de realizar el escalamiento multidimensional, deberían transformarse los datos de similitud en datos de disimilitud.

En la ecuación anterior, E es una matriz de errores (residuos). SPSS minimiza el S-stress, una suma normalizada de los cuadrados de esta matriz, como se describe más adelante. Por lo tanto, el S-stress se define a partir de distancias al cuadrado (D2), mientras que el stress y R se definen a partir de distancias (no al cuadrado, D). Este hecho tiene algunas implicaciones en la interpretación del resultado del programa, como podremos ver en ejemplos posteriores.

Dado que las distancias D (y las distancias al cuadrado D2) son una función de las coordenadas X, el objetivo del EMDC es calcular las coordenadas X tales que minimicen la suma de los cuadrados de E, sujeto a las correspondientes normalizaciones. SPSS calcula también la pendiente y el origen de la transformación l{S} que minimizan E.

Capítulo 1.  Escalamiento multidimensional clásico no métrico

El escalamiento multidimensional clásico no métrico hace referencia al análisis en el que el nivel de medida especificado es ordinal. En este caso, definimos:

m{S}=D2+E








[7]

donde m{S}es la transformación monotónica de las disimilitudes S. Como ocurría con la transformación l, m toma a la matriz S como argumento, dando lugar a la matriz T:

T= m{S}








[8]

Si S está realmente compuesta por disimilitudes, entonces m{S}preserva la ordenación de los datos, mientras que si S está compuesta por similitudes, entonces m{S}invierte la ordenación de los datos. Por lo tanto, para el EMDC no métrico, SPSS busca la transformación monotónica (que preserva la ordenación de los datos) m{S}y las coordenadas X que conjuntamente minimizan la suma de los cuadrados de los errores E (después de su normalización).

La matriz de disimilitudes transformadas m{S}(o la matriz l{S}), aparecen en el resultado de SPSS bajo el epígrafe Optimally scaled data (disparities) for subject 1, tal y como se muestra en la figura 13. Esta terminología hace referencia al hecho de que la transformación m (o l) provoca un cambio de escala de los datos que optimiza el índice de S-stress. También hace referencia a que, históricamente, estos valores eran originalmente conocidos como “disparidades”.

El problema no-métrico de minimización resulta mucho más difícil que el problema métrico. La solución al mismo requiere de un proceso iterativo que tarda más en resolverse por el programa.

Capítulo 1.  Medidas de ajuste

Como se mostraba en la figura 11, SPSS genera una historia de las iteraciones en la que se presenta, para cada iteración, el valor del S-stress y su mejora provocada por ésta en el mismo. Hay que destacar que el S-stress está basado en las distancias al cuadrado contenidas en D2. Este el índice de S-stress propuesto por Takane et al. (1977). La mejora (improvement) representa simplemente la reducción del S-stress ocurrida entre una iteración y la siguiente. El S-stress indica el nivel de ajuste entre las distancias al cuadrado y los datos transformados T= m{S}ó T= l{S}, dependiendo del nivel de medida. Por lo tanto, 
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[9]

donde el numerador representa a la suma de todos los elementos al cuadrado de la matriz E de residuos y el denominador representa a la suma de todos los elementos al cuadrado de la matriz T de datos transformados. Sabemos además que:
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[10]

lo que significa que el S-stress es la raíz cuadrada del cociente entre la suma de los errores al cuadrado y la suma de los valores transformados al cuadrado, de modo que la suma de los errores al cuadrado es calculada a partir de las distancias al cuadrado y los valores transformados.

Excepto en el caso del índice de S-stress, todos los resultados (incluidas las dos restantes medidas de ajuste) están calculados en términos de distancias D, y no de distancias al cuadrado D2.

El índice de stress se calcula mediante la fórmula de Kruskal (1964). Se define casi del mismo modo que el S-stress, con la única diferencia de que emplea distancias en lugar de distancias al cuadrado. Hay que destacar que el algoritmo de escalamiento multidimensional de SPSS optimiza el S-stress, no el stress. Esto tiene algunas implicaciones que serán analizadas en los ejemplos posteriores.

El RSQ es la correlación simple al cuadrado entre los elementos de T y D. Puede interpretarse como la proporción de varianza de los valores transformados T que es recogida por las distancias D del modelo de escalamiento multidimensional.

Capítulo 1.  Ecuación fundamental del EMD clásico

Podemos resumir, en una única ecuación, el problema del EMD clásico que es resuelto por el módulo de escalamiento multidimensional de SPSS. La ecuación fundamental es:


[image: image17.wmf]E

D

T

S

t

+

=

=

2










[11]

que puede leerse: S (la matriz original de datos de disimilitud) es igual, por transformación (el símbolo t sobre el igual representa una transformación de uno a uno libre de error), a T (la matriz de datos de similitud transformados), que a su vez es igual a la matriz de distancias resultantes del modelo al cuadrado más una matriz de error E. 

SPSS determina D2 (las distancias derivadas de la configuración) y 
[image: image18.wmf]t

=

 (la transformación a realizar) de modo que se minimice la suma de los elementos al cuadrado de la matriz E.

Podemos considerar la matriz de datos transformados T como un paso intermedio entre las características de S (que puede tener distintos niveles de medida, formas y condicionalidades, así como valores perdidos) y las de D2 (que está siempre medida en una escala de razón, es siempre simétrica e incondicional y nunca tiene valores perdidos).

Ejemplo: ordenación de las distancias aéreas

Como ejemplo de EMD clásico no-métrico, retomamos el caso de las distancias aéreas, aunque en este caso utilizaremos la ordenación de las mismas en lugar de los valores reales. Esperamos que el algoritmo de escalamiento multidimensional pueda construir un mapa razonable de los EE.UU., aún cuando se ha perdido información como consecuencia de la transformación de los datos de razón en datos ordinales.

La figura 16 muestra la matriz de disimilitudes para las distancias aéreas entre las 10 ciudades consideradas. Esta matriz se diferencia de la empleada anteriormente (figura 7) en que sus elementos han sido convertidos a una escala ordinal, es decir, un elemento de esta nueva matriz representa que la distancia correspondiente es la i-ésima menor distancia entre un par de ciudades. Así, la distancia entre New York y Washington, D.C. es la menor de todas, por lo que se le asigna el valor 1, mientras que la distancia entre Miami y Seattle es la mayor, por lo que se le asigna el valor 45. Dado que estos datos son claramente ordinales, resultan apropiados para la aplicación de EMD clásico no-métrico.

Figura 16. Ordenación de las distancias entre ciudades
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Un Análisis de EMD clásico no-métrico de estos datos, da lugar a la configuración representada gráficamente en la figura 17, que resulta prácticamente idéntica a la figura 8.

Los restantes resultados del análisis se presentan en las figuras 18 a 23. SPSS nos muestra un mensaje de alerta (figura 18), comunicándonos que el número de parámetros a estimar (que en este caso es de 20: n x r = 20 coordenadas) es peligrosamente alto en relación con el número de elementos de la matriz de datos [que en este caso es de 45: n (n-1)/2 = 45]. Este aviso no aparecía en el análisis anterior porque se partía de la base de que los datos eran cuantitativos. En general, debemos tener precaución cuando aparezca este tipo de mensajes.

Figura 17. Representación gráfica de las distancias no-métricas
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Figura 18. Mensaje de alerta e historia de las iteraciones

>Warning # 14654

>The total number of parameters being estimated (the number of stimulus

>coordinates plus the number of weights, if any) is large relative to the

>number of data values in your data matrix.  The results may not be reliable

>since there may not be enough data to precisely estimate the values of the

>parameters.  You should reduce the number of parameters (e.g.  request

>fewer dimensions) or increase the number of observations.

>Number of parameters is 20.  Number of data values is 45

Iteration history for the 2 dimensional solution (in squared distances)

                  Young's S-stress formula 1 is used.

                Iteration     S-stress      Improvement

                    1           ,03346

                    2           ,02259         ,01086

                    3           ,01656         ,00604

                    4           ,01270         ,00385

                    5           ,01009         ,00261

                    6           ,00821         ,00188

                    7           ,00684         ,00137

                    8           ,00585         ,00100

                         Iterations stopped because

                 S-stress improvement is less than   ,001000

A continuación, el programa muestra la historia de la iteraciones para la solución en dos dimensiones (figura 18). Obsérvese que el valor del S-stress comienza en 0,03346, y después de ocho iteraciones se reduce a 0,00585, valor en que el programa se detiene al no producirse una mejora superior al mínimo especificado (0,001). Este índice de ajuste no es tan bueno como en el caso del análisis métrico, lo que refleja el hecho de que la precisión de los datos se ha visto reducida por la utilización de valores ordinales en lugar de las verdades distancias aéreas.
Figura 19. Medidas de ajuste

            Stress and squared correlation (RSQ) in distances

RSQ values are the proportion of variance of the scaled data (disparities)

           in the partition (row, matrix, or entire data) which

            is accounted for by their corresponding distances.

             Stress values are Kruskal's stress formula 1.

                For  matrix

    Stress  =   ,00782      RSQ =  ,99968

A continuación, el programa presenta dos medidas adicionales de la bondad del ajuste, el stress (0,00782) y el RSQ (0,99968), como se muestra en la figura 19. En ambos casos, estos indicadores muestran también un empeoramiento del ajuste en relación con el análisis métrico. No obstante, dados los valores de estos indicadores, aún podemos continuar concluyendo que las distancias al cuadrado (D2) resultantes de este modelo euclidiano de dos dimensiones describen perfectamente la transformación monotónica de los datos originales (T = m{S}).

La figura 20 muestra las coordenadas de los estímulos, que son muy similares a las resultantes del análisis métrico.

Figura 20. Coordenadas de los estímulos

Configuration derived in 2 dimensions

                   Stimulus Coordinates

                        Dimension

Stimulus   Stimulus     1        2

 Number      Name

    1      ATLANTA    1,0195   -,2397

    2      CHICAGO     ,5557    ,3622

    3      DENVER     -,6609   -,0344

    4      HOUSTON     ,1816   -,8583

    5      LOSANGEL  -1,6308   -,4109

    6      MIAMI      1,4377   -,7782

    7      NEWYORK    1,4227    ,7106

    8      SANFRANC  -1,9047   -,0734

    9      SEATTLE   -1,7195    ,8553

   10      WASHDC     1,2987    ,4668

El algoritmo de EMD clásico no-métrico de SPSS produce cuatro gráficos (en lugar de los dos que produce el EMD clásico métrico). En ambos análisis se trazan los gráficos que representan la configuración derivada y el ajuste lineal.

El gráfico de ajuste lineal, presentado en la figura 21, representa los datos transformados monotónicamente (disparidades) en el eje horizontal (T = m{S}) en relación con las distancias (D2), en el eje vertical. Este gráfico nos muestra las desviaciones respecto a la linealidad, medidas por el stress y el RSQ. Observamos que existen muy pocas desviaciones, si bien éstas se producen para los valores menores de las distancias y las disparidades. Por el contrario, estas desviaciones son casi inexistentes para los valores superiores. Este es un resultado bastante común y es una consecuencia de la tendencia del S-stress a “sobre-ajustar” los valores más altos y a “infra-ajustar” los valores inferiores, al ajustar los valores de las distancias al cuadrado a los datos transformados. Vemos como los valores más altos están mejor ajustados que los más bajos. 

Figura 21. Gráfico de ajuste lineal
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Figura 22. Gráfico de ajuste no-lineal
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La figura 23 es un gráfico de transformación. Este representa los datos originales S horizontalmente en relación con el resultado de su transformación monotónica, T = m{S} (eje vertical). Los datos transformados son denominados disparidades. Este gráfico muestra la transformación de los datos ordinales originales, de forma que se mantenga el orden de los mismos. Dado que se trata de una transformación monotónica, los puntos del gráfico siempre van de abajo a arriba y d izquierda a derecha (es decir, en sentido constantemente creciente), a menos que los datos sean similitudes, en cuyo caso el sentido se invierte. El gráfico de transformación podría colocarse sobre el gráfico de ajuste no-lineal y ser interpretado como la línea de regresión monotónica que minimiza el error, donde el error es medido verticalmente en ambos gráficos.

Para interpretar el gráfico de transformación, debemos analizar su forma y suavidad global. La transformación realizada en este caso concreto es bastante lineal y suave. La linealidad nos lleva a concluir que el análisis no-métrico es esencialmente igual que el análisis métrico. Esta conclusión sería aún más firme si el análisis no-métrico se hubiera realizado sobre las distancias aéreas reales. En este caso, la transformación lineal habría producido los mismos resultados que el análisis métrico. La suavidad del gráfico nos sugiere que se ha realizado una transformación razonablemente continua y no degenerada. Debemos sospechar de aquellas transformaciones que originen una serie de escalones horizontales. Estas funciones “en escalera” sugieren una transformación discontinua y posiblemente degenerada.

Figura 23. Gráfico de transformación
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Nuestra conclusión final es, por lo tanto, que los resultados del análisis no-métrico de los datos ordinales referentes a las distancias aéreas concuerdan con los del análisis métrico de las verdaderas distancias aéreas. Dado que la transformación realizada en el análisis no-métrico es bastante lineal, podemos concluir que el análisis métrico, que tiene una mayor parsimonia
, es preferible. A partir de los resultados de ambos análisis, podemos concluir también que las distancias aéreas están realmente medidas en una escala de razón. A partir de los resultados del análisis métrico también podemos concluir que las distancias aéreas están prácticamente libres de error y son básicamente bi-dimensionales.

Escalamiento multidimensional clásico repetido

Todos los restantes tipos de escalamiento multidimensional que vamos a presentar difieren del EMD clásico en que son más adecuados para analizar datos compuestos por más de una matriz de disimilitudes. Las principales formas de analizar este tipo de datos son conocidas como EMD replicado y EMD ponderado.

Debemos mencionar brevemente que una forma de analizar múltiples matrices de disimilitudes consiste en aplicar repetidamente el EMD clásico, tantas veces como matrices de datos existan. Este enfoque implica suponer que las distintas matrices de datos no tienen una estructura común. Se supone que las configuraciones de los puntos resultantes de cada matriz de disimilitudes no tienen relación alguna. Si las distintas matrices han sido obtenidas a partir de los juicios de distintos individuos, este sería el modelo de diferencias individuales que permite una mayor libertad en la modelización de las mismas. De hecho, no existe restricción alguna. Sin embargo, este modelo de diferencias individuales es el que menor parsimonia tiene, existiendo una configuración completa de puntos para cada individuo. Si hay n puntos (ciudades, en el ejemplo anterior), con sus respectivas coordenadas respecto a las r dimensiones, existirán n x r parámetros por individuo. Si existen m individuos, existirán m x n x r parámetros. Esto, no sólo resulta poco “parsimónico”, sino que los resultados son difíciles de interpretar, ya que el investigador se enfrenta a la tarea de comparar m análisis distintos.

Escalamiento multidimensional replicado

El escalamiento multidimensional replicado (EMDR) constituye la primera propuesta de extensión del escalamiento multidimensional para permitir el análisis de más de una matriz de disimilitudes, un desarrollo especialmente importante si consideramos que los investigadores normalmente cuentan con datos de este tipo. Esta no constituye, sin embargo, la única característica distintiva de este tipo de análisis, ya que, como veremos más adelante, el escalamiento multidimensional ponderado también analiza simultáneamente varias matrices de disimilitudes.

La característica distintiva del escalamiento multidimensional replicado es que aplica el modelo de distancias euclídeas a varias matrices de disimilitudes simultáneamente. El supuesto básico es que la configuración de los estímulos X resulta igualmente válida para todas las matrices de datos. Por lo tanto, la implicación es que todas las matrices son, excepto por error, iguales; éstas son réplicas las unas de las otras, sin que existan diferencias sistemáticas distintas de, quizás, “diferencias sistemáticas en el sesgo de respuesta
”. Este es el modelo de diferencias individuales con una mayor parsimonia y un mayor número de restricciones. El número de parámetros es el mismo que en EMD clásico; hay un total de n x r parámetros para los n puntos y las r dimensiones.

En este tipo de escalamiento multidimensional, la matriz de distancias al cuadrado D2 sigue estando definida por la misma fórmula de distancia euclídea empleada en EMDC. La diferencia es que en este caso los datos están compuestos por varias matrices de disimilitudes Sk, k = 1, ... , m, siendo m el número total de matrices. La matriz de distancias D2 es calculada de forma que resulta simultáneamente igual a todas las matrices de disimilitudes Sk. 

Detalles del escalamiento multidimensional replicado

En esta sección, se analizan algunos detalles del EMD replicado, incluyendo sus variantes métrica y no-métrica, las diferencias individuales en el sesgo de respuesta, las medidas de ajuste y su ecuación fundamental.

Capítulo 1.  EMD replicado métrico

El EMDR métrico está basado en el ajuste de la siguiente ecuación:

lk{Sk}=D2+Ek








[12]

donde lk{Sk}es la transformación lineal de la k-ésima matriz de disimilitudes Sk que da lugar a un mejor ajuste a las distancias euclídeas D2. Los datos pueden ser similitudes o disimilitudes y pueden estar medidos en escalas de razón o de intervalos. El análisis minimiza la suma de los valores normalizados al cuadrado de los elementos de todas las matrices Ek.

Capítulo 1.  EMD replicado no-métrico

En el EMDR no-métrico, SPSS minimiza Ek , del mismo modo que en el caso métrico, pero este tipo de análisis está basado en el ajuste de la siguiente ecuación:

mk{Sk}=D2+Ek








[13]

donde mk{Sk}es la transformación monotónica de la k-ésima matriz de disimilitudes Sk que es ajustada por mínimos cuadrados a las distancias euclídeas D2. Los datos y la transformación monotónica son los mismos que en EMDC no-métrico, con la particularidad de que ahora se analizan k matrices en lugar de sólo una.

Capítulo 1.  Diferencias individuales en el sesgo de respuesta

Es importante destacar que en EMDR cada transformación lineal o monotónica lk o mk posee un subíndice, permitiendo que cada matriz de datos Sk tenga su propia relación lineal o monotónica con las distancias euclídeas al cuadrado contenidas en D2. Por lo tanto existen m (número de matrices diferentes) transformaciones lineales o monotónicas distintas, una para cada una de las matrices de datos. Esto supone que el EMDR trata todas las matrices de datos como si estuvieran relacionadas entre sí (a través de D) por una transformación lineal o monotónica sistemática (además del error aleatorio contenido en Ek).

En términos psicológicos, el EMDR toma en cuenta las diferencias existentes en las formas en que los sujetos responden a la escala (es decir, en el sesgo de respuesta). Considere, por ejemplo, una escala formada por los valores entre 1 y 9. Aunque todos los sujetos se enfrentan a la misma escala, éstos no la emplearán necesariamente del mismo modo. Es posible que un sujeto emplee únicamente los valores 1, 5 y 9, mientras que otro emplea todos los valores impares y un tercero emplea únicamente los valores centrales 4,5, y 6. Estas diferencias en el estilo de respuesta (sesgo) son recogidas por las transformaciones individuales para cada sujeto.

Capítulo 1.  Medidas de ajuste

Como ya se discutió anteriormente, SPSS produce una historia de las iteraciones en la que, para cada iteración, presenta el valor del S-stress y la mejora provocada en éste. El S-stress emplea una fórmula basada en los cuadrados de las distancias contenidas en D2. 

Definimos Tk como la matriz resultante transformación monotónica o lineal de Sk . Es decir, Tk = mk { Sk } ó Tk = lk { Sk }, según se trate de un EMDR no-métrico o métrico, respectivamente.

Entonces:
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[14]

donde ║Ek║ representa la suma de todos los elementos al cuadrado de la matriz de errores o residuos Ek, y ║Tk║ representa la suma de todos los elementos al cuadrado de la matriz de datos transformados Tk. Hay que destacar que:
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Además, para cada matriz de datos se calcula el stress y el RSQ (no el S-stress). En este caso las fórmulas son exactamente iguales que en EMDC, aplicadas de forma separada para cada matriz. También se muestra el valor del stress medio y del RSQ medio (no el S-stress), bajo el epígrafe Overall Stress y RSQ. El stress medio es la raíz cuadrada de la media de los valores individuales de stress al cuadrado, mientras que el RSQ medio es la media de los valores individuales del RSQ. Los índices de stress para cada matriz están calculados según la fórmula de Kruskal y pueden ser interpretados como tales. El RSQ para una matriz indica la proporción de varianza de las disparidades que es recogida por las distancias al cuadrado. El RSQ medio (overall RSQ) es una correlación cuadrada media e indica la proporción media de varianza de los valores transformados recogida por el modelo.

Para datos condionados por filas, se muestra el valor del stress y del RSQ (no el S-stress) para cada fila de cada matriz, así como los valores medios (overall) para cada matriz. La interpretación de estos valores se corresponde con su interpretación en el caso de datos condicionados por matrices.

Nota: el valor final del S-stress en la historia de las iteraciones no se corresponde con el valor medio del stress porque el primero está definido en términos de distancias al cuadrado y el segundo en términos de distancias.

Capítulo 1.  La ecuación fundamental del escalamiento multidimensional replicado

Podemos resumir, en una única ecuación, el problema del EMD replicado. Esta ecuación fundamental es:
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que resulta bastante similar a la del EMD clásico y debe entenderse de forma análoga.

Ejemplo: percepción de la estructura de las partes del cuerpo

Jacobowitz [ver Young (1974)], empleó el EMD replicado para estudiar el desarrollo del lenguaje desde la niñez hasta la etapa adulta. En su experimento, pidió a un grupo de niños y de adultos que juzgaran la disimilitud entre todos los pares resultantes de 15 partes del cuerpo humano. Concretamente, se crearon 15 tarjetas en cada una de las cuales aparecía el nombre de una parte del cuerpo. El entrevistador seleccionaba una de dichas tarjetas a la que denominaba “estándar”. Posteriormente, el entrevistado debía seleccionar, de entre las 14 tarjetas restantes, aquella que representaba a la parte del cuerpo más similar a la considerada como estándar. Este proceso se repetía hasta haber ordenado las 13 tarjetas restantes en términos de su similitud con el “estándar”. Esto se repetía 15 veces por sujeto, cada una empleando como estándar una tarjeta diferente. La figura 24 muestra una parte del archivo de datos empleado en este ejemplo. Para cada fila de la matriz de datos, el valor cero indica que se trata del término estándar, el valor 1 indica que se trata del término más similar al estándar, el valor 2 indica que se trata del segundo término más similar, y así sucesivamente. Observe que en cada fila contiene valores entre 1 y 14, más el valor cero. Los valores entre 1 y 14 representan a los juicios de similitud, mientras que el valor 0 representa el término estándar. La base de datos total está compuesta por 15 columnas (una para cada término) y 225 filas divididas en 15 matrices de 15 filas y 15 columnas (una para cada término). Obsérvese que todas las matrices son asimétricas y condicionadas por filas, ya que los valores de una fila están expresado en relación con el resto de valores de la misma y no con los del resto de filas.

Figura 24. Visión parcial de la matriz de datos
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Por lo tanto, para este análisis contamos con 15 matrices de datos. Si realizamos un EMD replicado empleando el modelo euclidiano y especificando que se trata de datos ordinales y de una matriz asimétrica condicionada por filas se obtienen  los siguientes resultados.

La figura 25 muestra la historia de las iteraciones para la solución tridimensional. Observamos como el valor del S-stress comienza en 0,24780 y después de 6 iteraciones alcanza el valor 0,23624. El proceso se detiene porque la tasa de mejora es muy baja. Para este número de datos, el nivel de ajuste es bastante bueno, aunque no excelente.

Desafortunadamente, no es posible decir qué se considera exactamente un “buen” o un “mal” valor del S-stress. Sin embargo, sabemos que este valor depende de una serie de factores entre los que, lógicamente, se incluye la cantidad de error contenida en los datos. Por ejemplo, el valor del S-stress se hace mayor a medida que crece el número de estímulos y el número de matrices.

Figura 25. Historia de las iteraciones para la solución tri-dimensional
Iteration history for the 3 dimensional solution (in squared distances)

                  Young's S-stress formula 1 is used.

                Iteration     S-stress      Improvement

                    1           ,24780

                    2           ,24221         ,00559

                    3           ,23959         ,00262

                    4           ,23802         ,00157

                    5           ,23697         ,00105

                    6           ,23624         ,00073

                         Iterations stopped because

                 S-stress improvement is less than   ,001000

            Stress and squared correlation (RSQ) in distances

RSQ values are the proportion of variance of the scaled data (disparities)

           in the partition (row, matrix, or entire data) which

            is accounted for by their corresponding distances.

             Stress values are Kruskal's stress formula 1.

A continuación, el programa muestra un gran número de índices de ajuste. Para cada fila de cada matriz se calcula el valor del stress y del RSQ (15x15=225 valores). Además, se calcula un índice de stress y RSQ medio para cada matriz (sujeto). También se presenta un valor medio del RSQ (no del stress) para cada estímulo (cada parte del cuerpo). Finalmente, se presenta un valor medio del stress y del RSQ para el conjunto de datos. Resulta útil observar todos estos índices de ajuste para analizar si existe algún índice especialmente pobre. La figura 26 muestra estos resultados para los 2 primeros sujetos así como los valores medios del RSQ para cada estímulo y los valores medios del stress y el RSQ para el conjunto de datos.

Para estos datos no parecen existir grandes anomalías, si bien observamos que el sujeto 2 no se ajusta tan bien como el 1 o el 3. La figura 27 muestra las coordenadas de los estímulos sobre 3 dimensiones empleadas para representar gráfica las distintas partes del cuerpo en la figura 28. 

Figura 26. Indicadores de ajuste
                              Matrix    1

       Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

           1         ,072     ,974       2         ,062     ,982

           3         ,092     ,962       4         ,043     ,988

           5         ,114     ,937       6         ,112     ,876

           7         ,077     ,959       8         ,120     ,928

           9         ,091     ,954      10         ,117     ,907

          11         ,211     ,730      12         ,114     ,917

          13         ,090     ,958      14         ,157     ,882

          15         ,141     ,886

       Averaged (rms) over stimuli

    Stress  =   ,115      RSQ =  ,923

                              Matrix    2

       Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

           1         ,219     ,764       2         ,359     ,403

           3         ,033     ,995       4         ,316     ,388

           5         ,157     ,880       6         ,122     ,853

           7         ,241     ,615       8         ,210     ,783

           9         ,270     ,602      10         ,266     ,528

          11         ,032     ,993      12         ,207     ,725

          13         ,179     ,836      14         ,167     ,867

          15         ,159     ,854

       Averaged (rms) over stimuli

    Stress  =   ,215      RSQ =  ,739

 Averaged (rms) over  matrices

     Stimulus Stimulus           RSQ

      Number    Name

         1      CHEEK           ,898

         2      FACE            ,873

         3      MOUTH           ,892

         4      HEAD            ,830

         5      EAR             ,854

         6      BODY            ,877

         7      ARM             ,797

         8      ELBOW           ,801

         9      HAND            ,833

        10      PALM            ,817

        11      FINGER          ,854

        12      LEG             ,839

        13      KNEE            ,855

        14      FOOT            ,825

        15      TOE             ,838

Averaged (rms) over stimuli and  matrices

    Stress  =   ,166      RSQ =  ,846

Figura 27. Coordenadas de los estímulos para el grupo de adultos
           Configuration derived in 3 dimensions

                   Stimulus Coordinates

                            Dimension

Stimulus   Stimulus     1        2        3

 Number      Name

    1      CHEEK      1,6757   -,7999    ,2893

    2      FACE       1,7509   -,0705    ,5369

    3      MOUTH      1,4663   -,5396    ,8714

    4      HEAD       1,6200    ,8362    ,5339

    5      EAR        1,3867   -,7664   1,0339

    6      BODY        ,6874   1,9262   -,4370

    7      ARM        -,4620    ,7918  -1,1974

    8      ELBOW     -1,1131    ,0737   -,9565

    9      HAND       -,5004   -,4627  -1,2429

   10      PALM       -,0352   -,9173  -1,5052

   11      FINGER     -,8682  -1,1875   -,3786

   12      LEG       -1,1363   1,1502    ,5940

   13      KNEE      -1,5253    ,4856    ,7353

   14      FOOT      -1,4240   -,0327    ,2422

   15      TOE       -1,5226   -,4871    ,8808

Figura 28. Solución en 3 dimensiones. Representación de dimensión 1 vs. dimensión 2
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Figura 29. Gráfico de ajuste lineal para solución en 3 dimensiones
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La figura 29 puede interpretarse como cualquiera de los gráficos de ajuste lineal anteriormente analizados. Se representa la dispersión entre los datos transformados o disparidades (en el eje horizontal) y las distancias entre los puntos resultantes en la configuración final (en el eje vertical). Observamos como la nube de puntos se concentra relativamente bien en torno a la diagonal que representa al ajuste lineal perfecto. El valor del RSQ global (representado gráficamente en esta figura) es de 0,846 que resulta bastante alto. 

Aunque la impresión inicial al observar este gráfico de dispersión sea algo pobre, hemos de considerar la alta densidad de puntos existentes en torno a la diagonal.

SPSS muestre el mismo tipo de output para las soluciones en 1 y 2 dimensiones. Una característica a destacar de estos tres análisis independientes es que la solución en dos dimensiones se ajusta un poco peor que la solución en tres dimensiones, mientras que la solución en una dimensión se ajusta mucho peor que la solución en una dimensión (tabla 1). Esto parece sugerir que la solución en dos dimensiones es la mejor de las tres, ya que tiene una mayor parsimonia que la de tres dimensiones y se ajusta casi tan bien como ésta y mucho mejor que la de una dimensión.

Tabla 1
	Nº de dimensiones
	S-stress
	Stress
	RSQ

	1
	0,35197
	0,303
	0,779

	2
	0,27912
	0,215
	0,820

	3
	0,23624
	0,166
	0,846


Otra cuestión a destacar es que la solución en 1 dimensión es claramente degenerada. La figura 30 muestra como los puntos resultantes aparecen agrupados en dos grupos. En la parte inferior tenemos todos los términos relacionados con la cabeza y el cuerpo, mientras que en la parte superior encontramos los términos relacionados con las piernas y los brazos. Esta estructura muestra que la solución ha degenerado en una pauta geométrica simple, que en este caso consiste en que todos los puntos se encuentran concentrados en torno a dos lugares.

Figura 30. Configuración de estímulos en 1 dimensión
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Si además observamos el gráfico de ajuste lineal de la figura 31 veremos que los puntos presentan una disposición extraña que debería alertarnos. Vemos que existe una franja horizontal en la que no aparece ningún punto. Esta franja indica que no existen distancias medias; todas las distancias son o muy grandes o muy pequeñas. Esta es otra forma de ver que la solución resulta en dos grupos de estímulos.

Figura 31. Gráfico de ajuste lineal para la solución en 1 dimensión
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En general, podemos concluir que esta solución unidimensional nos muestra a grosso modo la estructura de los datos. Los brazos y piernas son percibidos como más parecidos a sí mismos que a los términos relacionados con el cuerpo o la cabeza. Sin embargo, el análisis parece haber degenerado en una estructura excesivamente simplificada, sugiriendo que el número de dimensiones es demasiado bajo.

También existen algunos indicios de que la solución en dos dimensiones puede ser parcialmente degenerada. La disposición de los puntos en la figura 32 se acerca bastante a una disposición circular, otro tipo de pauta geométrica simple que debe ser interpretada con precaución y que indica que el análisis ha degenerado en una estructura excesivamente simplificada. Por lo tanto, esta solución puede también tener demasiadas pocas dimensiones.

Figura 32. Configuración de estímulos en dos dimensiones 
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La conclusión que podemos extraer de estos tres análisis es que la solución en tres dimensiones parece la más correcta. Se ajusta razonablemente bien y no muestra signos de degeneración, mientras que la soluciones en 1 y 2 dimensiones parecen bastante cuestionables.

Escalamiento multidimensional ponderado

El escalamiento multidimensional ponderado supone una generalización del modelo de distancias euclídeas en que se supone que las distintas matrices de disimilitudes Sk difieren entre sí de forma sistemáticamente no-lineal o no-monotónica. Mientras que el EMD replicado considera únicamente las diferencias individuales en el sesgo de respuesta, el EMD ponderado puede considerar también las diferencias individuales en los procesos cognitivos o perceptuales que dan lugar a las respuestas. Por esta razón el EMDP es comúnmente conocido como escalamiento de diferencias individuales (INDSCAL).

El EMDP está basado en el modelo euclidiano ponderado. En este modelo, de nuevo tenemos el espacio de estímulos X (como en el modelo euclidiano no-ponderado), pero además tenemos un espacio de pesos o ponderaciones W. Podemos considerar que el espacio de estímulos representa la información que es compartida por todos los individuos acerca de la estructura de los estímulos, del mismo modo que ocurría en EMDR. Además, podemos considerar que el espacio de pesos o ponderaciones representa la información específica de cada individuo acerca de la estructura de los estímulos.

A continuación nos centraremos en una presentación detallada del EMDP. En las tres secciones siguientes discutiremos la geometría, el álgebra escalar y el álgebra matricial de este modelo. En la cuarta sección analizaremos una serie de detalles acerca del EMDP. Posteriormente presentamos un ejemplo y finalmente analizaremos dos estadísticos desarrollados específicamente para el EMDP.

Geometría del modelo euclidiano ponderado

El modelo euclidiano ponderado supone que los individuos presentan diferencias respecto a la importancia que atribuyen a las dimensiones del espacio de estímulos X. Esta noción de importancia es incorporada al modelo por medio de los pesos wka para cada individuo k respecto a la dimensión a. Estos pesos varían entre 0 y 1. Si un peso es grande (cercano a uno), diremos que la dimensión correspondiente es relativamente importante para el individuo en cuestión. Lo contrario diremos si un peso es pequeño (cercano a cero).

La figura 33 muestra un esquema de la geometría del modelo euclidiano ponderado. En la parte superior de dicha figura se muestran dos hipotéticas matrices de datos referentes a cuatro estímulos (patatas, espinacas, lechuga y atún). Estas matrices han sido etiquetadas como S2 y S5, indicando que se trata de las matrices número 2 y 5 respectivamente de un total de 5 (para este ejemplo). Hemos de destacar que SPSS no analiza matrices de datos con únicamente 4 filas y 4 columnas, dado que resultan excesivamente pequeñas para ofrecer resultados significativos.

En el centro de la figura 33 se representan dos espacios, ambos de dos dimensiones. El espacio de la izquierda sería el espacio X hipotético de estímulos para el grupo. En él encontramos 4 puntos que se corresponden con los cuatro estímulos. El espacio de la derecha sería el espacio W de pesos o ponderaciones. En él encontramos 5 vectores que se corresponden con las cinco matrices de datos. Obsérvese que en EMDP la dimensión de X es siempre la misma que la de W.

En la parte inferior de la figura 33 se muestra la información numérica correspondiente a los diagramas presentados en el centro de la figura. En la parte izquierda podemos ver la matriz X de coordenadas de los estímulos para el grupo y en el centro la matriz W de pesos. Las dos columnas de la matriz X se corresponden con las dos dimensiones del espacio de estímulos. Las filas de dicha matriz especifican las posiciones de los distintos puntos en el espacio de estímulos. Las dos primeras columnas de la matriz W se corresponden con las dos dimensiones del espacio de pesos. Los valores de cada fila de dichas columnas especifican la posición de los extremos de los vectores de pesos en el espacio de pesos. La tercera columna muestra la longitud de cada vector de peso, que es igual a la raíz cuadrada de la suma de los cuadrados de los dos restantes valores de su fila. En la parte inferior derecha de la figura se presenta la matriz D de distancias euclídeas entre los puntos en el espacio X de estímulos.

Figura 33. Geometría del modelo euclidiano ponderado
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El espacio X de estímulos es el mismo que en EMDC y en EMDR. Por esta razón, empleamos la misma notación que en las secciones dedicadas a estos dos modelos. Llamamos a éste espacio de estímulos para el grupo. Las distancias contenidas en la matriz D de distancias para el grupo son también iguales que las distancias euclídeas calculadas en el modelo euclidiano no-ponderado, aunque en este caso dichas distancias están referidas al espacio de estímulos del grupo, por lo que se denominan distancias para el grupo. El espacio del grupo y sus distancias nos informan acerca del modo en que el grupo en su conjunto estructura los distintos estímulos y su interpretación es la misma que en EMDR, con algunas excepciones importantes que serán discutidas posteriormente. Hay que destacar, no obstante, que esta información sobre el grupo no representa la estructura de ningún individuo concreto, ya que cada estructura individual es el resultado de la modificación de la estructura del grupo considerando los pesos individuales wk. El espacio del grupo representa la información acerca de la estructura de los estímulos que es compartida por el conjunto de individuos.

El espacio X de estímulos tiene básicamente las mismas características en el EMDP que en el EMDC y el EMDR, pero existen dos diferencias que creemos necesario destacar:

· En primer lugar, el espacio de estímulos resultante del EMDP no puede rotarse, tal y como se demostrará en la sección dedicada al análisis del álgebra matricial de este modelo.

· En segundo lugar, el espacio de estímulos resultante del EMDP puede ser estirado o contraído multiplicando las coordenadas respecto a cada dimensión por factores distintos, mientras que en el modelo euclidiano no-ponderado hemos de utilizar el mismo factor para todas las dimensiones.

Por lo demás, el modelo euclidiano ponderado permite la reflexión, la permutación y la translación de las dimensiones, del mismo modo que el caso no-euclidiano.

El hecho de que el espacio de estímulos no puede ser rotado es sumamente importante, ya que ello implica que las dimensiones son significativas en sí mismas. Deberíamos, si el modelo representa fielmente los datos, ser capaces de interpretar directamente las dimensiones del espacio, sin que para ello tengamos que preocuparnos de la rotación de las dimensiones. No obstante, debemos tener en cuenta que la estabilidad de las dimensiones depende de dos cosas: 

· La variación en los pesos: Si no existe variación en la orientación de los vectores de pesos, las dimensiones pueden ser rotadas. 

· La bondad del ajuste del análisis: Si el modelo se ajusta perfectamente a los datos, las dimensiones son totalmente estables (a menos que no existan variaciones en los pesos). Sin embargo, el grado de estabilidad se reduce a medida que lo hace el nivel de ajuste. Por lo tanto, en aquellos casos en que el nivel de ajuste es bajo, la orientación de las dimensiones no está tan determinada como en aquellos casos en que el modelo se ajusta perfectamente a los datos.

Volviendo a la matriz W de pesos, cada individuo (cada matriz de datos) está representado por un vector de pesos wk. Obsérvese que en el espacio de pesos todos los vectores se encuentran en el cuadrante positivo. Generalmente, sólo los pesos positivos son interpretables. Por esta razón SPSS restringe por defecto el valor de los pesos de modo que todos ellos sean positivos. Obsérvese también que no existen pesos mayores que 1. Esto se debe a que han sido normalizados de forma que su longitud sea igual a la proporción de varianza de los datos individuales recogida por el modelo.

En el modelo euclidiano ponderado, las diferencias individuales en las percepciones son representadas por diferencias en la orientación y la longitud de los vectores wk en el espacio W de pesos. La orientación del vector de pesos es su característica más importante, ya que ésta refleja las diferencias en la importancia otorgada por los individuos a las distintas dimensiones. Si dos individuos están representados por sendos vectores con la misma dirección, ello significa que éstos otorgan la misma ponderación a las distintas dimensiones, independientemente de la longitud de dichos vectores. Las diferencias en la longitud de los vectores indican simplemente que los datos procedentes de un individuo están mejor representados por el análisis que los de otros. Los vectores más largos (y los pesos mayores) representan a aquellos individuos cuyos datos han sido mejor ajustados.

La naturaleza de las diferencias individuales puede verse más fácilmente comparando los espacios personales de los estímulos para varios individuos. Éstos son el resultado de aplicar la raíz cuadrada de los pesos de un individuo al espacio del grupo. Los pesos encogen las dimensiones del espacio del grupo dependiendo de su valor. Los pesos cercanos a la unidad representan dimensiones importantes y encogen muy poco el espacio del grupo, al contrario de lo que ocurre con los pesos cercanos a cero. Por lo tanto, en los espacios personales, las dimensiones más importantes son más largas que las menos importantes. El álgebra correspondiente a todo esto será presentada en la próxima sección. La idea de los espacios individuales se representa en la figura 34 para los individuos 2 y 5.

Figura 34
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En la parte inferior izquierda de la figura 34 podemos ver la matriz individual de coordenadas personales X2. Obsérvese que X2 es la matriz que contiene las coordenadas para todos los estímulos en el espacio personal del individuo 2, mientras que x2 es la fila de coordenadas para el estímulo 2 en el espacio del grupo. En la parte izquierda del centro de dicha figura podemos encontrar el espacio personal para el individuo 2, cuyas coordenadas se encuentran representadas en la matriz X2. En la parte superior izquierda se presenta la matriz de distancias personales entre los puntos en el espacio personal X2, y las distancias euclidianas ponderadas (por la raíz cuadrada de los pesos w2 del individuo 2) entre los puntos del espacio X del grupo. La parte derecha de la figura muestra estos mismos resultados para el individuo 5.

Resulta interesante comparar las estructuras de los espacios personales correspondientes a estos dos individuos. Los pesos del individuo 2 respecto a cada una de las dimensiones son 0,2 y 0,8 respectivamente, como puede observarse en la figura 33. Por tanto, este individuo otorga cuatro veces más importancia a la dimensión 2 que a la dimensión 1. Esto se ve reflejado en su mapa personal, en el que la dimensión 2 es relativamente más larga que la dimensión 1 (su mapa presenta una disposición más vertical que horizontal).

Los pesos correspondientes al individuo 5 son justamente opuestos, es decir, 0,8 y 0,2 para las dimensiones 1 y 2, respectivamente. Ello indica que este individuo percibe que la dimensión 1 es cuatro veces más importante que la dimensión 2. Ello se refleja en una disposición más horizontal de su mapa personal.

El último aspecto a tratar en relación con la geometría del EMDP es que las distancias personales de un individuo no están relacionadas con las de ningún otro ni lineal ni monotónicamente. Esto implica que es posible emplear el modelo euclidiano ponderado para describir perfectamente los datos de varias matrices de disimilitudes aunque éstos no estén monotónicamente relacionados. De hecho, las dos matrices presentadas en la parte superior de la figura 34 están monotónicamente relacionadas con las dos matrices de datos S2 y S5 de la figura 33, aún cuando éstas últimas no están relacionadas entre sí. Por tanto, la estructura de X y W describe perfectamente los datos aportados por estos dos individuos a pesar de que éstos no están relacionados entre sí. Esta es una característica distintiva del EMDP en relación al EMDR. Éste último modelo supone que todas las matrices de datos están monotónicamente (o linealmente) relacionadas entre sí, excepto por error.

Álgebra del modelo euclidiano ponderado

El EMD ponderado está basado en la siguiente definición de la distancia euclídea ponderada:
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donde, 
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, y dijk es la distancia entre el estímulo i y el estímulo j según es percibida por el individuo k.

Capítulo 1.  Espacio de estímulos de un grupo

Los valores xia siguen siendo las coordenadas de los estímulos, al igual que en EMDC y EMDR, con una nueva restricción: en EMDP no son posibles las soluciones uni-dimensionales. Considerados de forma conjunta, los valores xia forman la matriz X (n x r) de coordenadas de los estímulos. Cada una de las n filas de esta matriz se representa por xi y contiene las r coordenadas correspondientes al estímulo i. Como ocurre en EMDR, el espacio X de estímulos representa la estructura de los estímulos tal y como éstos son percibidos por la totalidad del grupo de individuos. De ahí que este espacio sea denominado espacio de estímulos para el grupo.

Como ya vimos anteriormente, el espacio de estímulos para el grupo resultante del EMDP tiene las mismas características que el resultante del EMDR, excepto por la imposibilidad de rotar sus dimensiones y la posibilidad de cambiar su escala multiplicando cada una de sus dimensiones por factores distintos. Analizaremos el problema de la rotación en la sección dedicada al álgebra matricial. Ahora abordaremos el problema del cambio de escala.

En EMDP, podemos cambiar la escala de cada dimensión a empleando un factor único ca si cambiamos la escala de cada una de las dimensiones del espacio de pesos empleando el factor ca-2. Esto se demuestra mediante el siguiente razonamiento:
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que, como sabemos, es la ecuación básica del EMDP. Esto implica que existe una normalización arbitraria de las dimensiones que debe ser definida. Esta normalización y su aplicación serán analizadas posteriormente. Obsérvese que este aspecto arbitrario no existe en el modelo euclidiano, ya que no existe un espacio de pesos cuya escala pueda ser alterada como forma de compensar el cambio de escala producido en el espacio de estímulos.

Los valores wka de la ecuación anterior representan al peso que el individuo k otorga a la dimensión a del espacio de estímulos. Todos estos pesos aparecen recogidos en la matriz W (m x r), que contiene una fila por cada una de los m individuos (matrices de datos) y una columna por cada una de las r dimensiones.

En EMDP, la configuración derivada por SPSS es normalizada como sigue:

Para todos los modelos, las coordenadas son centradas, de modo que:
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y la longitud de cada una de las dimensiones del espacio de estímulos es igual al número de puntos, de modo que:


[image: image42.wmf]å

=

n

i

ia

n

x

2










[20]

Los pesos son normalizados de forma que:
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donde rk2 es el RSQ, el cuadrado de la correlación entre las distancias euclídeas ponderadas del sujeto k-ésimo al cuadrado (Dk2) y los datos de disimilitudes aportados por dicho sujeto Sk. Esta normalización tiene la característica de que la suma de los cuadrados de los pesos de un individuo refleja la proporción de la varianza total contenida en los datos transformados correspondiente a dicho individuo Sk que es recogida por el modelo.

Obsérvese que existe una sutil diferencia entre la normalización del espacio de estímulos en el EMDP y la normalización que se realiza en los modelos no ponderados. En el modelo ponderado, todas las dimensiones del espacio X de estímulos son normalizadas de forma separada para que su longitud sea igual a n, mientras que en el modelo no-ponderado, las dimensiones son normalizadas conjuntamente de forma que su longitud media sea igual a n. Por lo tanto, en EMDC y en EMDR, la longitud relativa de las dimensiones del espacio de estímulos indica su importancia relativa. Sin embargo, esta interpretación sería incorrecta en el modelo ponderado, ya que cada dimensión del espacio de estímulos es arbitrariamente normalizada de modo que su longitud sea igual a n. La importancia relativa de las dimensiones en EMDP puede derivarse a partir de los pesos medios respecto a cada dimensión. Tendremos la oportunidad de comprobar este aspecto en un ejemplo posterior.

Capítulo 1.  Espacios personales

Una de las principales diferencias entre el modelos euclidianos ponderados y no-ponderados es que en EMDP, las coordenadas xia del espacio X de estímulos para el grupo pueden ser ponderadas por la raíz cuadrada de los pesos de un individuo wka para obtener un espacio personal de estímulos. Las coordenadas xika de un estímulo en el espacio personal de estímulos Xk, pueden derivarse a partir del espacio X de estímulos del grupo y del espacio W de pesos, mediante la ecuación:
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Por lo tanto, las distancias dijk para un individuo pueden también expresarse en términos de sus coordenadas xika como distancias euclídeas simples en el espacio personal de estímulos:
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Álgebra matricial del modelo euclidiano ponderado

Para poder formular el modelo euclidiano ponderado en términos matriciales, antes debemos definir un nuevo conjunto de matrices de pesos Wk. Existen m matrices de pesos de este tipo, una para cada uno de los m individuos. Cada matriz Wk es una matriz diagonal r x r, que contiene en su diagonal los pesos del individuo k-ésimo.

Hay que destacar que estas nuevas matrices diagonales Wk no son las mismas que las matrices W rectangulares previamente definidas. Sin embargo, las nuevas matrices Wk contienen la misma información que las matrices W; las filas wk de las matrices W son las diagonales de las matrices Wk. Además, los elementos wkaa de la diagonal de la matriz Wk se corresponden con los elementos wka de la fila k-ésima de la matriz W.

Ya podemos expresar el modelo euclidiano ponderado en términos matriciales:
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Capítulo 1.  Espacios personales

Como hemos dicho anteriormente, un aspecto esencial del modelo ponderado es la noción del espacio personal de estímulos. El espacio personal para el individuo k-ésimo se representa por la matriz Xk, que se define como:
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lo que nos permite expresar el modelo euclidiano ponderado de la siguiente forma alternativa:
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donde xik es la fila i-ésima de Xk.

Capítulo 1.  Rotación

Es importante destacar que no es posible rotar ortogonalmente las dimensiones del espacio del grupo resultante del EMDP sin violar la definición básica del modelo (al contrario que en EMDC y en EMDR, en los que las dimensiones si pueden rotarse). Esto puede comprobarse definiendo el espacio rotado de estímulos:
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donde T es una matriz r x r de rotación ortogonal tal que TT’=T’T=I. Por lo tanto, las distancias entre los puntos en este espacio rotado serían:
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Aunque pudiera parecer que las distancias definidas según esta última ecuación satisfacen la definición del modelo euclidiano ponderado, la matriz Wk* que aparece en la misma no es diagonal, por lo que viola la definición del modelo. Por lo tanto, no se puede realizar la rotación ortogonal de las dimensiones.

Detalles del escalamiento multidimensional ponderado

En esta sección, discutiremos la distinción entre el EMDP métrico y no-métrico, las medidas de bondad del ajuste en EMDP y la ecuación fundamental de este modelo.

Capítulo 1.  EMD ponderado métrico y no-métrico

El EMDP es un modelo apropiado para analizar los mismos tipos de datos que en EMDR. Sin embargo, el EMDR genera una única matriz de distancias D, mientras que el EMDP genera m matrices de distancias Dk, una para cada matriz Sk de datos. Al igual que en EMDR, las matrices de datos pueden ser simétricas o asimétricas, condicionadas por matrices o condicionadas por filas, pueden contener datos perdidos y pueden estar expresadas en escalas ordinales, de intervalos o de razón. Por lo tanto, podemos realizar un análisis EMDP métrico o no-métrico, dependiendo del nivel de medida de los datos con que contemos.

Las distancias Dk son calculadas de forma que resulten tan similares como sea posible a las correspondientes matrices de datos Sk. En el caso del EMDP métrico (cuando los datos son cuantitativos), el problema de mínimos cuadrados puede expresarse como:

lk{Sk}=Dk2+Ek








[29]

mientras que en el caso del EMDP no-métrico (para datos cualitativos), dicho problema puede expresarse como:

mk{Sk}=Dk2+Ek







[30]

Por lo tanto, en el caso del EMDP, SPSS calcula la matriz X (n x r) de coordenadas , para las m matrices diagonales Wk (r x r) y para las m transformaciones mk ó lk. Además, lo hace de modo que la suma de los cuadrados de los elementos de todas las matrices E de error sea mínima y sujeto a las restricciones de normalización de X y Wk. 

Capítulo 1.  Medidas de ajuste

Las medidas de ajuste (S-stress, stress y RSQ) se definen del mismo modo que en EMDR, excepto que en este caso se utilizan las distancias Dk en lugar de las distancias no ponderadas.

Capítulo 1.  Ecuación fundamental del EMD ponderado

Tras esta revisión de los principales aspectos del EMD ponderado, estamos en  condiciones de resumir en una sola ecuación el problema que es resuelto por el procedimiento de EMD. La ecuación fundamental de este modelo es:
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Esta ecuación es similar a las de los modelos de EMDC y EMDR y debe ser entendida de forma parecida.

Ejemplo: percepción de la estructura de las partes del cuerpo

Volvemos ahora al ejemplo de Jacobowitz acerca del modo en que los niños y los adultos perciben las relaciones entre las distintas partes del cuerpo. Los datos son del mismo tipo de los mismos analizados en el ejemplo del modelo EMDR. En este caso contamos con 30 casos, es decir, con 30 matrices asimétricas de disimilitudes. Las figuras 35 y 36 muestran algunos de los resultados más interesantes de la aplicación simultánea del EMDP a los datos procedentes de los niños y los adultos. La figura 35 muestra el espacio X de tres dimensiones de estímulos y la figura 36 muestra la parte positiva del espacio W de pesos de tres dimensiones.

Podemos ver en la figura 35, que el espacio de estímulos muestra la existencia de la estructura jerárquica propuesta por Jacobowitz. En la figura 36 podemos ver como los pesos correspondientes a los individuos adultos y a los niños ocupan diferentes áreas del espacio, lo que implica que los adultos y los niños tienen percepciones diferentes en relación a las partes del cuerpo.

Figura 35. Espacio tridimensional de estímulos del grupo

Figura 36. Parte positiva del espacio tridimensional de pesos

El espacio de pesos muestra que los adultos generalmente otorgan una menor importancia a la dimensión 2, mientras que los niños generalmente otorgan una menor importancia a la dimensión 3. Esto nos ofrece una forma de observar las diferencias individuales entre los adultos y los niños. Podemos construir los espacios personales de estímulos para un adulto hipotético que no otorgara importancia a la dimensión 2 y para un niño hipotético que no otorgara importancia a la dimensión 3 e investigar, a partir de estos dos espacios, las estructuras de estos dos tipos de individuos.

Un niño hipotético que no otorgara importancia a la dimensión 3 sería aquel cuyo espacio personal está formado únicamente por dos dimensiones (las dimensiones 1 y 2). La figura 37 muestra un espacio personal de este tipo. Podemos ver como este espacio presenta una versión muy simple de la estructura jerárquica en la que el niño únicamente diferencia al cuerpo del resto de sus partes, las cuales aparecen agrupadas según se trate de partes de la cabeza, los brazos o las piernas. Esta sería la estructura correspondiente a un niño muy joven.

Figura 37. Espacio personal de un niño hipotético (sin peso para la dimensión 3)

Un adulto hipotético que no otorgara importancia a la dimensión 2 sería aquel cuyo espacio personal está formado únicamente por dos dimensiones (las dimensiones 1 y 3). La figura 38 muestra un espacio personal de este tipo. Podemos ver como este espacio muestra tanto una jerarquía como una clasificación. Por lo tanto, este espacio representa la estructura de un individuo hipotético con un conocimiento más desarrollado de las relaciones entre las partes del cuerpo.

Figura 38. Espacio personal de un adulto hipotético (sin peso para la dimensión 2)

Los resultados presentados en las cuatro figuras anteriores están basados en un análisis EMDP tri-dimensional. Los datos son los mismos empleados en el ejemplo de EMDR. Hemos especificado una solución tri-dimensional porque los resultados del EMDR sugieren que ésta es la más apropiada.

La figura 39 muestra la historia de las iteraciones para la solución tridimensional. La primera iteración parte de un S-stress de 0,29931. Después de 7 iteraciones, éste índice se ha mejorado ligeramente, alcanzando un valor de 0,26777. En este punto se produce la interrupción del proceso al ser la mejora del S-stress menor que el valor umbral establecido (0,001). Como ocurría en el EMDR, considerando la cantidad de datos analizados, podemos decir que el nivel de ajuste es bueno aunque no excelente.

Figura 39. Historia de las iteraciones para la solución tri-dimensional

Iteration history for the 3 dimensional solution (in squared distances)

                  Young's S-stress formula 1 is used.

                Iteration     S-stress      Improvement

                    0           ,29931

                    1           ,29705

                    2           ,28085         ,01620

                    3           ,27489         ,00596

                    4           ,27188         ,00301

                    5           ,27003         ,00185

                    6           ,26874         ,00129

                    7           ,26777         ,00097

                         Iterations stopped because

                 S-stress improvement is less than   ,001000

Para los datos de este ejemplo, SPSS genera 450 índices de stress y RSQ, uno para cada fila de las 30 matrices de datos. Además, calcula otros 30 índices de stress y RSQ, uno para cada matriz de datos. También calcula el RSQ medio para cada estímulo (media de los 30 valores correspondientes a cada matriz), aunque no el valor del stress medio (figura 40). Este último resultado únicamente aparece cuando se parte de datos asimétricos condicionados por filas. Finalmente, también ofrece los valores del stress y el RSQ medio globales (figura 40). Este último indicado del stress alcanza un valor de 0,223.

Los índices RSQ para cada matriz (sólo se muestran los de las matrices 1 y 30, primera y última, respectivamente) varían entre 0,348 y 0,967, lo que indica que no existe un ajuste demasiado pobre para ninguno de los individiuos y, por lo tanto, que ninguno de ellos ha ofrecido respuestas puramente aleatorias. Existen ciertos indicios de que los datos procedentes de los adultos se ajustan mejor que los procedentes de los niños. Concretamente, los valores del RSQ para los adultos oscilan entre 0,606 y 0,967, mientras que en el caso de los niños éstos varían entre 0,348 y 0,954.

Los valores del RSQ para cada estímulo varían entre 0,698 (codo) y 0,864 (cuerpo). Esto indica la existencia de un mayor nivel de acuerdo entre los individuos entrevistados en relación con la posición del cuerpo en la estructura total. No existen valores de RSQ extremadamente bajos para ninguna fila de ninguna matriz, lo que sugiere la inexistencia de ordenaciones inversas. La figura 41 muestra las coordenadas de los estímulos (X) y la figura 42 los pesos de los sujetos.

Figura 40. Medidas de ajuste

                              Matrix    1

       Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

           1         ,077     ,977       2         ,282     ,647

           3         ,091     ,968       4         ,102     ,950

           5         ,370     ,416       6         ,120     ,829

           7         ,019     ,998       8         ,103     ,954

           9         ,024     ,998      10         ,229     ,778

          11         ,087     ,969      12         ,198     ,778

          13         ,067     ,981      14         ,050     ,989

          15         ,212     ,780

Averaged (rms) over stimuli

Stress  =   ,167      RSQ =  ,867

[...]

                              Matrix   30

       Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

           1         ,123     ,939       2         ,044     ,988

           3         ,123     ,938       4         ,081     ,956

           5         ,033     ,995       6         ,084     ,929

           7         ,122     ,890       8         ,290     ,666

           9         ,111     ,941      10         ,135     ,918

          11         ,183     ,866      12         ,081     ,956

          13         ,211     ,815      14         ,154     ,901

          15         ,141     ,909

Averaged (rms) over stimuli

Stress  =   ,142      RSQ =  ,907

Averaged (rms) over  matrices

     Stimulus Stimulus           RSQ

      Number    Name

         1      CHEEK           ,798

         2      FACE            ,810

         3      MOUTH           ,732

         4      HEAD            ,789

         5      EAR             ,719

         6      BODY            ,864

         7      ARM             ,778

         8      ELBOW           ,698

         9      HAND            ,769

        10      PALM            ,702

        11      FINGER          ,726

        12      LEG             ,810

        13      KNEE            ,755

        14      FOOT            ,761

        15      TOE             ,779

Averaged (rms) over stimuli and  matrices

Stress  =   ,223      RSQ =  ,766

Figura 41. Coordenadas de los estímulos

Configuration derived in 3 dimensions

                   Stimulus Coordinates

                            Dimension

Stimulus   Stimulus     1        2        3

 Number      Name

    1      CHEEK      1,3626    ,4341    ,8810

    2      FACE       1,3837    ,5131   -,4782

    3      MOUTH      1,2935    ,5574    ,8335

    4      HEAD       1,3274    ,4391   -,7622

    5      EAR        1,2873    ,4263   1,0756

    6      BODY        ,1828    ,1306  -2,8441

    7      ARM        -,5067  -1,2064   -,9687

    8      ELBOW      -,6171  -1,1553    ,6876

    9      HAND       -,4571  -1,4549   -,0229

   10      PALM       -,3128  -1,5981    ,3821

   11      FINGER     -,5306  -1,3534    ,7875

   12      LEG       -1,0279   1,0707   -,7949

   13      KNEE      -1,1488   1,0834    ,3343

   14      FOOT      -1,1117   1,0605    ,1648

   15      TOE       -1,1247   1,0530    ,7246

Junto a los pesos de los sujetos aparecen los índices de rareza, cuya interpretación se explica brevemente en el propio output del programa y es analizada extensamente en la próxima sección. Resulta útil revisar los valores de estos índices para localizar aquellos cercanos a 1. Éstos valores indican que los pesos asociados al sujeto respectivo resultan poco comunes. Podemos ver como los índices de rareza para los 15 niños oscilan entre 0,133 y 0,469, mientras que en el caso de los adultos estos índices oscilan entre 0,044 y 0,785. Esto sugiere que hay más adultos que niños que tienen al menos un valor muy bajo en uno de los pesos, lo que a su vez indica que existe entre los adultos una mayor tendencia a una percepción bi-dimensional. La figura 43 muestra gráficamente los resultados presentados en la figura 42.

Las figuras 44, 45 y 46 muestran gráficamente los valores de los pesos de los 30 individuos respecto a las 3 dimensiones. Recordemos que los puntos correspondientes a cada sujeto representan el final de un vector cuyo origen se encuentra en el origen de coordenadas. En este sentido, debemos interpretar tanto la dirección como la longitud de cada uno de los vectores resultantes. Si dos vectores tienen la misma dirección, podemos concluir que éstos representan a sendos sujetos con relaciones de pesos equivalentes y, por lo tanto, que comparte una misma estructura de estímulos. Esto es cierto aunque la longitud de dichos vectores sea distinta, ya que la longitud indica únicamente la bondad del ajuste (el cuadrado de la longitud del vector, es decir, la suma de los cuadrados de los pesos, es igual al RSQ).

La figura 47 muestra el gráfico de ajuste lineal, que representa la dispersión de las 210 disimilitudes transformadas (15 x 14 = 210) correspondientes a cada una de las 30 matrices Tk (6300 elementos en total) respecto a sus elementos correspondientes en las matrices D. Podemos ver que, en general, existe muy poca dispersión respecto a la diagonal representativa del ajuste perfecto. Sin embargo, existen indicios de un menor ajuste para las distancias menores (una mayor dispersión respecto a la diagonal) que para las distancias mayores (más concentradas en torno a la diagonal), como consecuencia de los efectos analizados en secciones anteriores.

Figura 42. Pesos de los sujetos

Subject weights measure the importance of each dimension to each subject. 

Squared weights sum to RSQ.

A subject with weights proportional to the average weights has a weirdness of

zero, the minimum value. A subject with one large weight and many low weights has a weirdness near one. A subject with exactly one positive weight has a weirdness of one, the maximum value for nonnegative weights.

                      Subject Weights

                                Dimension

   Subject  Weird-      1        2        3

   Number    ness

      1     ,2723    ,7010    ,5758    ,2109

      2     ,2305    ,4320    ,4568    ,2207

      3     ,1693    ,4460    ,4176    ,3114

      4     ,3341    ,6441    ,6722    ,2208

      5     ,2281    ,4977    ,5515    ,2903

      6     ,1493    ,7487    ,5133    ,2651

      7     ,2020    ,3946    ,4223    ,2566

      8     ,1990    ,4487    ,4524    ,2367

      9     ,3247    ,6780    ,6680    ,2194

     10     ,1814    ,4326    ,4388    ,2791

     11     ,3661    ,6361    ,6961    ,2100

     12     ,1330    ,5225    ,3696    ,3338

     13     ,4692    ,8585    ,3704    ,1026

     14     ,1503    ,5041    ,4608    ,3293

     15     ,3859    ,5751    ,5913    ,1592

     16     ,2659    ,8187    ,4255    ,2000

     17     ,7846    ,3842    ,0928    ,8281

     18     ,1971    ,7665    ,4876    ,2320

     19     ,4360    ,4317    ,3532    ,5427

     20     ,2459    ,7664    ,3991    ,1984

     21     ,4258    ,7680    ,4145    ,1050

     22     ,4725    ,9041    ,1454    ,2855

     23     ,4150    ,8484    ,4743    ,1219

     24     ,4116    ,9019    ,1958    ,2758

     25     ,7125    ,9105    ,3053    ,0000

     26     ,0436    ,7525    ,5286    ,3490

     27     ,6492    ,2883    ,2988    ,7114

     28     ,2313    ,7800    ,3310    ,4266

     29     ,5126    ,6725    ,2157    ,6322

     30     ,4585    ,7017    ,2432    ,5963

Overall importance of

each dimension:      ,4418    ,1974    ,1268

Las figuras 48 y 49 muestran respectivamente la matriz y el gráfico de pesos aplanados. La interpretación de estos dos resultados será tratada en profundidad en secciones posteriores.

Figura 43. Pesos e índices de rareza
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Figura 44. Pesos de los sujetos (dimensión 1 vs. dimensión 2)

Figura 45. Pesos de los sujetos (dimensión 1 vs. dimensión 3)

Figura 46. Pesos de los sujetos (dimensión 2 vs. dimensión 3)

Figura 47. Gráfico de ajuste lineal
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Figura 48. Matriz de pesos aplanados

Flattened Subject Weights

                     Variable

Subject   Plot     1        2

 Number  Symbol

   1       1     ,0333    ,7635

   2       2    -,6598   1,0028

   3       3    -,7428    ,4573

   4       4    -,4084   1,2503

   5       5    -,8107   1,0028

   6       6     ,1948    ,2701

   7       7    -,8441    ,8248

   8       8    -,6175    ,8660

   9       9    -,2894   1,1479

  10       A    -,7728    ,7089

  11       B    -,4643   1,3865

  12       C    -,3478   -,0653

  13       D    1,5036   -,2907

  14       E    -,6586    ,4631

  15       F    -,2834   1,3353

  16       G     ,8440   -,1317

  17       H   -1,4646  -2,2962

  18       I     ,4108    ,1927

  19       J   -1,2036   -,4085

  20       K     ,8015   -,1507

  21       L    1,0945    ,1328

  22       M    1,7784  -1,9302

  23       N    1,0166    ,1950

  24       O    1,6041  -1,6044

  25       P    2,3855   -,5531

  26       Q    -,0478    ,1555

  27       R   -2,0775   -,7565

  28       S     ,3393   -,9002

  29       T    -,2116  -1,6109

  30       U    -,1015  -1,4567

Figura 49. Gráfico de pesos aplanados

El índice de rareza

Tal y como ha sido puesto de manifiesto por Takane et al. (1977) y especialmente por MacCallum (1977), los pesos empleados para representar las diferencias individuales en el modelo INDSCAL son generalmente interpretados de forma incorrecta. La interpretación correcta de los pesos es que éstos representan el extremo de un vector cuyo origen se encuentra en el origen del espacio de pesos. Por lo tanto, es posible interpretar el ángulo del vector correspondiente a cada sujeto respecto a cada una de las dimensiones de dicho espacio y respecto a los vectores correspondientes a otros sujetos. Un error bastante común es tratar los pesos como un punto e interpretar las distancias entre ellos, en lugar de considerarlos como vectores y de interpretar los ángulos que éstos forman. Ello lleva a la conclusión incorrecta de que aquellos puntos cercanos entre sí en el espacio de pesos representan a individuos similares, cuando la correcta interpretación es que aquellos sujetos cuyos vectores tienen una orientación parecida son similares entre sí.

El índice de rareza ha sido diseñado para ayudar a interpretar los pesos de los sujetos. Éste índice nos expresa la singularidad de los pesos de cada sujeto en relación con los pesos de un sujeto típico. Su valor oscila entre 0 y 1. Un índice de rareza igual a 0 indicaría que los pesos del sujeto son proporcionales a los pesos de un sujeto medio (es decir, a la media de los pesos). En este caso, se trataría de un sujeto totalmente típico. A medida que las relaciones entre los pesos se hacen más extremas, el índice de rareza se acerca a 1. Finalmente, cuando un sujeto tiene un único peso positivo y todos los demás pesos iguales a 0, su correspondiente índice de rareza vale 1. Ello indicaría que se trata de un individuo muy singular que emplea solamente una de las dimensiones del análisis.

Figura 50. Pesos para un sujeto hipotético
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Considere el sujeto hipotético representado en la figura 50. En ella se representa el vector de pesos correspondiente a un único individuo, el cual parte del origen del espacio de pesos. Los puntos wk1 y wk2 son las coordenadas cartesianas de las proyecciones sobre dimensiones 1 y 2, respectivamente, del extremo del vector. Según la interpretación usual, se diría que este individuo tiene un peso wk1 sobre la dimensión 1 y un peso wk2 sobre la dimensión 2, donde los pesos representan el grado de importancia atribuida por el sujeto en cuestión a la respectiva dimensión.

Las coordenadas cartesianas pueden convertirse en coordenadas polares sin que ello suponga pérdida alguna de información. Las coordenadas polares del vector wk son la longitud del mismo y el ángulo que forma con la dimensión 1 (eje horizontal). Podemos representar la longitud del vector como rk y el ángulo como k. La longitud rk es igual a la raíz cuadrada del valor de RSQ para el sujeto en cuestión. Por lo tanto, la representación habitual de las diferencias individuales basada en las coordenadas cartesianas (en este caso, wk1 y wk2), puede sustituirse por una representación totalmente equivalente basada en las coordenadas polares (en este caso, rk y k.). Cuando se tiene más de dos dimensiones, seguimos teniendo rk, pero tendremos varias ka, una para cada dimensión a salvo para la última.

El eje de referencia para el ángulo k es arbitrario. Nosotros hemos tomado la dimensión 1 como referencia. Podíamos haber elegido como referencia la dimensión 2, o incluso cualquier otra dirección. Por ejemplo, la línea que forma 45º con los dos ejes podría servir de referencia para un nuevo ángulo  - 45º, con lo que expresaríamos la localización del vector del sujeto mediante su longitud y el ángulo que éste forma con la línea de 45º.

Consideremos la línea de 45º. Ésta representa el caso de un individuo que otorga el mismo peso a las dos dimensiones. A medida que el vector de un sujeto se separe de esta línea, su pauta de pesos será más extrema. En el caso más extremo, si el vector de un sujeto se situara completamente sobre uno de los ejes, ello significaría que únicamente emplea la dimensión a la que éste eje representa, excluyendo totalmente al resto de dimensiones.

La interpretación de la línea de 45º es, sin embargo, totalmente dependiente de una forma particular de normalizar arbitrariamente los pesos de los sujetos. Como se muestra en la parte izquierda de la figura 51, SPSS normaliza los pesos de los sujetos de forma que el peso medio sobre la dimensión 1 sea el mayor, que el peso medio sobre la dimensión 2 sea el segundo mayor, y así sucesivamente. Como ya hemos dicho, esta normalización es arbitraria. Si hubiéramos aplicado una normalización de forma que fuera la línea de 45º la que representara a los pesos típicos de los sujetos (en lugar de representar el caso de equivalencia de pesos), esta línea se correspondería con el sujeto medio. Esta modificación, representada en la parte derecha de la figura 51, es el resultado de la definición de un nuevo conjunto de pesos:
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Cuando hay más de dos dimensiones, esta normalización orienta el vector de pesos del sujeto típico según una línea que forma un ángulo de 45º con todas las dimensiones.

Figura 51. Pesos normalizados de los sujetos

Si hacemos esta modificación en la normalización de los pesos, las desviaciones respecto a la línea de 45º tienen una interpretación muy interesante. Concretamente, un vector de pesos situado sobre dicha línea representaría a un sujeto cuyos pesos sobre las distintas dimensiones coinciden con los de un sujeto medio. Un vector de pesos se encuentre alejado de la línea de 45º representaría a un sujeto cuyos pesos sobre las distintas dimensiones difieren de los de un sujeto medio, más cuanto mayor sea la desviación de dicho vector respecto a la línea de 45º.

Aunque esta normalización tiene algunos aspectos interesantes, su utilización se limita al cálculo de los índices de rareza. Concretamente, SPSS no normaliza los pesos de esta forma ya que parece más recomendable continuar con la normalización convencional adoptada en otros programas de escalamiento multidimensional. Sin embargo, esta normalización resulta necesaria para el cálculo de los índices de rareza.

Los últimos pasos en la definición de un índice de rareza de los sujetos (es decir, de la desviación del vector de pesos de los sujetos en relación al vector de pesos del sujeto medio) consisten en:

· Determinar el ángulo formado por el vector de pesos normalizados de los sujetos y la línea de 45º.

· Definir una función de dicho ángulo que varíe entre 0 y 1.

SPSS consigue esto definiendo los vectores estandarizados vk de longitud unitaria y colineales respecto a los vectores wk de pesos:
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El ángulo formado por el vector de pesos de un sujeto y la línea de 45º puede ser ahora definida (en radianes) como:
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Este ángulo varía entre un mínimo que es alcanzado cuando el vector del sujeto coincide con la línea de 45º (es decir, cuando los pesos del sujeto son proporcionales a los del sujeto medio) y un máximo que es alcanzado cuando el vector del sujeto coincide con uno de los ejes del espacio de pesos (es decir, cuando el sujeto tiene un solo peso positivo).

El ángulo máximo, en radianes, es cos-1 r -1/2. Por lo tanto, si dividimos el valor del ángulo (resultante de la ecuación 34) por este valor máximo, obtendremos un índice que varía entre 0 y 1. Esto nos permite definir la fórmula del índice de rareza como:
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Los pesos (o ponderaciones) aplanados

Como ya hemos comentado, los pesos de los sujetos resultantes del EMDP son a menudo interpretados incorrectamente. El error más común consiste en interpretar la distancia entre los puntos representativos de los sujetos en lugar de interpretar el ángulo formado por los vectores de los sujetos. Además, los procedimientos estadísticos estándar resultan inapropiados para la interpretación de estos pesos ya que los pesos presentan información angular, no lineal.

Dadas estas características de los pesos, SPSS calcula lo que se conoce como pesos aplanados. Los vectores de pesos, una vez aplanados, se convierten en puntos. Los ángulos entre los vectores, una vez aplanados éstos, se convierten en distancias entre puntos. Por lo tanto, las variables de pesos aplanados son variables lineales ordinarias que pueden emplearse en otros procedimientos estadísticos. Sin embargo, dada la ausencia de independencia entre los pesos, estas variables son inapropiadas para la contrastación de hipótesis. Por lo tanto, únicamente pueden emplearse con propósitos puramente descriptivos.

Los pesos aplanados se calculan normalizando los pesos de cada sujeto de modo que sumen 1, tal y como se ilustra en las dos matrices de la parte inferior izquierda de la figura 52. Esto nos permite definir un conjunto de r vectores de pesos normalizados. El vector r-ésimo puede ser desechado (porque es una combinación lineal del resto) y los restantes son normalizados (restando a cada valor la media y dividiendo por la desviación típica), como se ilustra en la parte inferior derecha de la figura 52. Esta es la definición completa del mecanismo de aplanamiento de los pesos empleado por el algoritmo de escalamiento multidimensional de SPSS. El rango de la matriz de pesos aplanados es r - 1. Por tanto, cualquiera de sus variables es una combinación lineal del resto, por lo que una de ellas puede ser desechada.

Figura 52. Cálculo de pesos aplanados
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La geometría que subyace a la idea de los pesos aplanados, tal y como éstos han sido implementados en SPSS, es ilustrada igualmente en la figura 52. Esta transformación proyecta directamente los vectores de pesos (etiquetados como w1 a w5) sobre un espacio con una dimensión menos que el espacio de pesos y que forma un ángulo de 45º con todas sus dimensiones. En la figura, el espacio de pesos es bi-dimensional (ejes vertical y horizontal), mientras que el espacio de pesos aplanados tiene una única dimensión (diagonal del cuadrado formado por las dimensiones del espacio de pesos). Obsérvese que, antes de producirse el aplanamiento, el vector w3 se extiende más allá del espacio de pesos aplanados, por lo que su proyección sobre éste es más corta que el vector original. Lo contrario ocurre con los vectores w1 y w4, que son alargados hasta alcanzar el nuevo espacio. Hemos de destacar que este tipo de transformación provoca que los sujetos más “periféricos” (aquellos cuyos vectores de pesos son casi paralelos a uno de los ejes) aparezcan como más “periféricos” aún. Dicho de otro modo, un ángulo situado sobre uno de los ejes del espacio de pesos es representado por una distancia mayor que la que representa al mismo ángulo situado en el centro del espacio de pesos.

Sintaxis del comando ALSCAL

ALSCAL  VARIABLES=lista de variables

 [/FILE=archivo]  
[CONFIG  [({INITIAL})]] 

                              {FIXED  }

               
[ROWCONF [({INITIAL})]] 

                              {FIXED  }

               
[COLCONF [({INITIAL})]] 

                              {FIXED  }

               
[SUBJWGHT[({INITIAL})]] 

                              {FIXED  }

               
[STIMWGHT[({INITIAL})]] 

                              {FIXED  }

 [/INPUT=ROWS ({ALL**})] 

               { n   }

 [/SHAPE={SYMMETRIC**}] 

         {ASYMMETRIC }

         {RECTANGULAR}

 [/LEVEL={ORDINAL**[([UNTIE] [SIMILAR])]}] 

         {INTERVAL[({1})]               } 

         {          {d}                 }

         {RATIO[({1})]                  } 

         {       {d}                    }

         {NOMINAL                       }

 [/CONDITION={MATRIX**     }] 

             {ROW          }

             {UNCONDITIONAL}

 [/{MODEL}={EUCLID**}] 

   {METHOD}{INDSCAL }

           {ASCAL   }

           {AINDS   }

           {GEMSCAL }

[/CRITERIA=[NEGATIVE] [CUTOFF({0**})] [CONVERGE({.001})] 

                              {n  }             {n   }

            [ITER({30})] [STRESSMIN({.005})] [NOULB] 

                  {ni}              {  s }

            [DIMENS({2**      })] [DIRECTIONS(n)] 

                    {mín[,máx]}

            [CONSTRAIN]           [TIESTORE(n)]] 

 [/PRINT=[DATA] [HEADER]] 

 [/PLOT=[DEFAULT] [ALL]] 

 [/OUTFILE=archivo]

 [/MATRIX=IN(archivo)]

**: Utilizado por defecto en caso de omitirse el subcomando.

Subrayado: especificaciones por defecto

Visión general

ALSCAL emplea un algoritmo alterno de mínimos cuadrados para realizar el escalamiento multidimensional (EMD) y el desdoblamiento multidimensional (DMD). El usuario puede optar entre cinco modelos alternativos para obtener las coordenadas de los estímulos y/o los pesos de los individuos en el espacio multidimensional.

Opciones

· Introducción de datos: El programa puede leer matrices de datos en línea, incluyendo todo tipo de matrices de datos de dos y tres vías, es decir, matrices individuales o múltiples matrices para distintos sujetos. Todo ello puede hacerse mediante el subcomando INPUT. También pueden leerse matrices de proximidades cuadradas (simétricas o asimétricas) o rectangulares creadas por los comandos PROXIMITIES o CLUSTER con el subcomando MATRIX. También se pueden leer ficheros de coordenadas y/o pesos que sirvan de valores iniciales o fijos para el proceso de escalamiento, mediante el subcomando FILE.

· Supuestos metodológicos: El programa permite especificar el tipo de condicionalidad de los datos (por matrices, por filas o incondicionales) mediante el subcomando CONDITION. También permite tratar los datos como no métricos (nominales u ordinales) o como métricos (de intervalos o de razón) empleando el subcomando LEVEL. Este mismo comando puede utilizarse también para especificar si los datos ordinales son medidas de similitud o de disimilitud y para especificar si las observaciones empatadas han de ser desempatadas (i.e., tratadas como contínuas) o deben mantenerse empatadas (i.e., tratadas como discretas)

· Selección del modelo: Con este programa, el usuario puede especificar los modelos de escalamiento multidimensional más comúnmente empleados, seleccionando la correcta combinación de subcomandos, keywords y criterios del comando ALSCAL. Además del modelo de distancias euclídeas (modelo empleado por defecto), el subcomando MODEL permite aplicar los siguientes modelos:

· Modelo de distancias euclídeas ponderadas o de diferencias individuales (INDSCAL) [individual differences (weighted) Euclidean distance model].

· Modelo de distancias euclídeas asimétricas (ASCAL) [asymmetric Euclidean distance model]. 

· Modelo de distancias euclídeas asimétricas ponderadas o de diferencias individuales asimétricas (AINDS) [asymmetric individual differences Euclidean distance model].

· Modelo generalizado de distancias euclídeas ponderadas o modelo generalizado de diferencias individuales (GEMSCAL) [generalized Euclidean metric individual differences model].

· Output: Entre los resultados ofrecidos por el programa se encuentran los datos de entrada, los datos escalados, las pautas de valores perdidos, los datos normalizados, los datos al cuadrado con constantes aditivas, los productos escalares y los espacios individuales de pesos para cada sujeto, los gráficos de ajuste lineal y no lineal y los gráficos de transformación de los datos. Todo ello puede lograrse mediante los subcomandos PRINT y PLOT.

Especificaciones básicas

La especificación básica es el subcomando VARIABLES seguido de una lista de variables. Por defecto, ALSCAL produce una solución de escalamiento multidimensional no métrica en dos dimensiones. Se asume que el archivo de datos está formado por una o varias matrices cuadradas simétricas cuyos elementos son disimilitudes medidas en una escala ordinal. Por defecto, los empates no son desempatados y la condicionalidad de los datos es por sujeto (por matrices). Los valores inferiores a cero son considerados como valores perdidos. El output por defecto incluye la mejora en el S-stress en las sucesivas iteraciones, dos medidas de ajuste para cada matriz de datos (stress y RSQ) y la configuración derivada para cada dimensión (coordenadas de los estímulos respecto a cada dimensión).

Orden de los subcomandos

Los subcomandos pueden ser especificados en cualquier orden.

Operaciones

· ALSCAL calcula el número de matrices de datos dividiendo el número total de observaciones del fichero de datos por el número de filas de cada matriz. Todas las matrices deben contener el mismo número de filas. Este número está determinado por los parámetros especificados en los subcomandos SHAPE e INPUT (si éstos son empleados). Para matrices de datos cuadradas, el número de filas de la matriz es igual al número de columnas (de variables). Para matrices de datos rectangulares , el número de filas es igual al número especificado o implícito. Para mayor información sobre este aspecto, véase las secciones dedicadas a los subcomandos INPUT y SHAPE.

· ALSCAL ignora las especificaciones para valores perdidos definidas por el usuario y éstos son convertidos a cero.

· Para matrices de datos partidas (split-file data), ALSCAL lee las configuraciones iniciales o fijas de los ficheros de configuración o de pesos para cada grupo. Si sólo existe una única configuración inicial en el fichero, ALSCAL emplea dicha configuración para todos los grupos.

· Por defecto, ALSCAL estima los límites superior e inferior de los valores perdidos (missing values) para calcular la configuración inicial. Para evitar esto, especifique CRITERIA=NOULB. Los valores perdidos son siempre ignorados durante el proceso iterativo.

Limitaciones

· Número máximo de variables en el subcomando VARIABLES: 100

· Número máximo de dimensiones para el escalamiento multidimensional: 6

· ALSCAL no reconoce matrices de pesos creados mediante el comando WEIGHT.

· Número máximo de valores en cada una de las matrices de datos: 32.767.

Ejemplo

* Air distances among U.S. cities

DATA LIST

 /atlanta chicago denver houston losangel miami newyork sanfran  seattle washdc 1-60.

BEGIN DATA

   0

 587    0

1212  920    0

 701  940  879    0

1936 1745  831 1374    0

 604 1188 1726  968 2339    0

 748  713 1631 1420 2451 1092    0

2139 1858  949 1645  347 2594 2571    0

2182 1737 1021 1891  959 2734 2408  678    0

 543  597 1494 1220 2300  923  205 2442 2329    0

END DATA.

ALSCAL VARIABLES=ATLANTA TO WASHDC

 /PLOT.

Por defecto, ALSCAL supone que se trata de una matriz simétrica de disimilitudes medidas en una escala ordinal. Sólo se utilizan los valores situados bajo la diagonal, por lo que el triángulo superior puede dejarse en blanco. Las diez ciudades componen las filas y las columnas de la matriz.

El resultado de este ejemplo es un EMD clásico que reproduce un mapa de los EE.UU.

Subcomandos del comando ALSCAL

Subcomando VARIABLES

VARIABLES=lista de variables

VARIABLES identifica las columnas de la matriz o matrices de proximidades que debe leer ALSCAL. Este comando es necesario y debe leer únicamente variables numéricas. Cada matriz debe tener al menos cuatro filas y cuatro columnas.

Subcomando INPUT

[/INPUT=ROWS ({ALL**})] 

              {n    }

ALSCAL lee los datos fila por fila, de forma que cada caso en el fichero de datos representa a una fila de la matriz. (VARIABLES especifica el número de columnas). Use el subcomando INPUT cuando se trate de matrices rectangulares para especificar el número de filas que componen cada matriz.

· Si no se especifica el comando INPUT o se especifica sin la especificación ROWS, el valor por defecto es ROWS(ALL). ALSCAL asume que cada caso del fichero de datos representa una fila de una única matriz de datos, y el resultado es una matriz cuadrada.

· Puede especificarse el número de filas (n) que componen cada matriz colocándolo entre paréntesis tras la especificación ROWS. El número de matrices es igual al de observaciones dividido por el número n especificado.

· El número n especificado en ROWS debe ser mayor o igual a 4 y el número total de filas debe ser un múltiplo del mismo.

· Con ficheros de datos partidos (split-file data), n se refiere al número de casos que componen cada uno de los grupos. Todos los grupos deben tener el mismo número de filas.

Ejemplo:

ALSCAL VARIABLES=V1 TO V7 /INPUT=ROWS(8).

En este caso, INPUT indica que cada matriz está compuesta por 8 filas, donde cada caso del fichero de datos representa a una fila. El número total de casos debe ser divisible por 8.

Subcomando SHAPE

[/SHAPE={SYMMETRIC**}] 

        {ASYMMETRIC }

        {RECTANGULAR}

Este subcomando nos permite especificar la estructura de la matriz o matrices de datos. Pueden especificarse cualquiera de los tres valores que aparecen más abajo. Las especificaciones SYMMETRIC y ASYMMETRIC se refieren a matrices cuadradas.

· SYMMETRIC: Matriz o matrices simétricas de datos. Para este tipo de matrices, ALSCAL considera únicamente los valores situados bajo la diagonal principal. El resto de valores pueden, por lo tanto, ser omitidos. Se trata de la especificación por defecto de este subcomando.

· ASYMMETRIC: Matriz o matrices asimétricas de datos. En este caso, los valores correspondientes en los triángulos superior e inferior no son iguales. Los valores situados en la diagonal principal son ignorados.

· RECTANGULAR: Matriz o matrices rectangulares de datos. En este caso, las filas y las columnas representan conjuntos de ítems diferentes.

Ejemplo:

ALSCAL VARIABLES=V1 TO V7 /SHAPE=RECTANGULAR.

En este caso, ALSCAL realiza un análisis de DMD (desdoblamiento multidimensional) clásico, tratando las filas y columnas como si se tratase de conjuntos de ítems distintos.

Subcomando LEVEL

[/LEVEL={ORDINAL**[([UNTIE] [SIMILAR])]}] 

        {INTERVAL[({1})]               } 

        {          {d}                 }

        {RATIO[({1})]                  } 

        {       {d}                    }

        {NOMINAL                       }

LEVEL identifica el nivel de medida para los valores de la matriz o matrices de datos. Puede especificarse uno de los valores definidos a continuación:

· ORDINAL: Datos ordinales. Se trata de la especificación por defecto. En este caso los datos son tratados como datos ordinales y se les aplica la transformación mínimo-cuadrática monotónica de Kruskal. El análisis es no-métrico. Por defecto, los datos son tratados como disimilitudes discretas. Los empates que surjan en los datos se mantienen a lo largo de todo el análisis. Para cambiar esta especificación por defecto deberá especificarse UNTIE y/o SIMILAR entre paréntesis. UNTIE hace que ALSCAL trate los datos como continuos y resuelva los empates de forma óptima. SIMILAR hace que ALSCAL trate los datos como similitudes. UNTIE y SIMILAR no pueden emplearse con otros niveles de medida.

· INTERVAL(n): Datos de intervalos. Esta especificación da lugar a un análisis métrico empleando técnicas clásicas de regresión. Puede especificarse cualquier entero entre 1 y 4 para definir el grado de la transformación polinómica que ha de ajustarse a los datos. El valor por defecto de n es 1.

· RATIO (n): Datos de razón. Esta especificación da lugar a un análisis métrico. Puede especificarse cualquier entero entre 1 y 4 para definir el grado de la transformación polinómica que ha de ajustarse a los datos. El valor por defecto de n es 1.

· NOMINAL: Datos nominales. Esta especificación provoca que ALSCAL trate los datos como nominales, empleando la transformación mínimo-cuadrática monotónica de Takane. Esta opción da lugar a un análisis no métrico de datos nominales. Resulta de gran utilidad cuando se cuenta con un número reducido de categorías, cuando hay muchas observaciones para cada categoría y cuando el orden de las categorías es desconocido.

Ejemplo:

ALSCAL VARIABLES=V1 TO V7 /LEVEL=INTERVAL(2).

En este caso, ALSCAL realiza un análisis de EMD clásico de datos de intervalo. El valor 2 entre paréntesis indica que se realizará una transformación polinómica con términos lineal y cuadrático.

Subcomando CONDITION

[/CONDITION={MATRIX**     }] 

            {ROW          }

            {UNCONDITIONAL}

LEVEL especifica qué valores del conjunto de datos son comparables.

· MATRIX: Sólo los valores dentro cada matriz son comparables. Si cada matriz representa a un sujeto, esta especificación provoca que ALSCAL realice comparaciones condicionadas por sujeto. Se trata de la especificación por defecto.

· ROW: Sólo los valores dentro una misma fila son comparables. Esta especificación es apropiada solamente para matrices de datos asimétricas o rectangulares. No puede establecerse esta especificación con las especificaciones ASCAL y AINDS del subcomando MODEL.

· UNCONDITIONAL: Todos los valores son comparables. Esta especificación permite que ALSCAL pueda realizar comparaciones entre cualquier par de valores de la matriz o matrices de datos.

Ejemplo:

ALSCAL VARIABLES=V1 TO V7 /SHAPE=RECTANGULAR /CONDITION=ROW.

En este caso, ALSCAL realiza un análisis de DMD euclidiano condicionado a comparaciones por filas.

Subcomando FILE

[/FILE=archivo]   [CONFIG  [({INITIAL})]]

                             {FIXED  }

                  [ROWCONF [({INITIAL})]] 

                             {FIXED  }

                  [COLCONF [({INITIAL})]] 

                             {FIXED  }

                  [SUBJWGHT[({INITIAL})]] 

                             {FIXED  }

                  [STIMWGHT[({INITIAL})]] 

                             {FIXED  }

ALSCAL puede leer datos de proximidad de un fichero de datos o, mediante el subcomando MATRIX, puede leer un fichero (una matriz) de datos creado mediante PROXIMITIES o CLUSTER. El subcomando FILE hace que el programa lea un fichero que contiene datos adicionales: una configuración inicial o fija para las coordenadas de los estímulos y/o los pesos para las matrices sobre las cuales se va a realizar el escalamiento. Este fichero puede crearse mediante el subcomando OUTFILE de ALSCAL o con el editor de datos de SPSS.

· La especificación mínima es que el fichero contiene la configuración o los pesos.

· FILE puede incluir otras especificaciones adicionales que definen la estructura del fichero de configuración/pesos.

· Las variables en el fichero de configuración/pesos que corresponden a las sucesivas dimensiones de ALSCAL deben tener los nombres DIM1, DIM2, ... DIMr, donde r es el número máximo de dimensiones. El fichero debe contener también la variable de cadena TYPE_ para identificar los tipos de valores de todas las filas.

· Los valores de la variable TYPE_ pueden ser, en este orden.

· CONFIG: Especifica los valores de las coordenadas de los estímulos.

· ROWCONF: Especifica las filas de las coordenadas de los estímulos.

· COLCONF: Especifica las columnas de las coordenadas de los estímulos.

· SUBJWGHT: Especifica los pesos de los sujetos.

· STIMWGHT: Especifica los pesos de los estímulos.

Cada valor puede ser truncado hasta los tres primeros caracteres.

· ALSCAL no considerará valores innecesarios de la variable TYPE_ . No pueden establecerse valores iniciales o fijos para los pesos generalizados (GEM) ni para los pesos aplanados de los sujetos (FLA). Estos últimos valores pueden ser generados por ALSCAL pero no pueden ser utilizados como input.

La siguiente lista resume las especificaciones opcionales que pueden emplearse con el subcomando FILE para definir la estructura del fichero de configuración/pesos:

· Cada especificación puede identificarse como INITIAL o FIXED, entre paréntesis.

· INITIAL es la especificación por defecto. Ésta indica que la configuración o los pesos generados externamente deben ser empleados como coordenadas iniciales que serán modificadas a lo largo del proceso iterativo.

· FIXED fuerza a ALSCAL a que emplee la estructura definida externamente sin modificaciones, calculando los mejores valores para las partes no fijas de la estructura.

Analicemos las posibles especificaciones del subcomando FILE: 

· CONFIG: Leer configuración de estímulos. El fichero externo contiene las coordenadas iniciales de los estímulos. Resulta apropiado cuando SHAPE=SYMMETRIC o SHAPE=ASYMMETRIC, o cuando el número de variables de la matriz es igual al número de variables del comando ALSCAL. El valor de la variable TYPE_ debe ser CON o ROW para todas las coordenadas de los estímulos de la configuración.

· ROWCONF: Leer la fila de la configuración de estímulos. El fichero externo contiene las filas de las coordenadas iniciales de los estímulos. Resulta apropiado cuando SHAPE=RECTANGULAR y si el número de filas ROWCONF en la matriz es igual al número de filas especificadas en el subcomando INPUT (o, si INPUT se omite, al número de casos en el fichero de trabajo). El valor de la variable TYPE_ debe ser CON o ROW para todas las coordenadas de los estímulos de cada fila.

· COLCONF: Leer la columna de la configuración de estímulos. El fichero externo contiene las columnas de las coordenadas iniciales de los estímulos. Este tipo de fichero únicamente se puede emplear cuando SHAPE=RECTANGULAR y si el número de filas COLCONF en la matriz es igual al número de variables en el comando ALSCAL. El valor de la variable TYPE_ debe ser COL para todas las coordenadas de cada columna.

· SUBJWGHT: Leer la matriz de pesos de los sujetos. El fichero externo contiene los pesos de los sujetos. El número de observaciones de la matriz de pesos de los sujetos debe ser igual al número de matrices contenidas en el fichero de datos de proximidad. Este tipo de ficheros se puede emplear únicamente con los modelos INDSCAL, AINDS y GEMSCAL. El valor de la variable TYPE_ debe ser SUB para todos los pesos.

· STIMWGHT: Leer los pesos de los estímulos. El fichero externo contiene los pesos de los estímulos. El número de observaciones de la matriz de pesos de los sujetos debe ser igual al número de matrices contenidas en el fichero de datos de proximidad. Este tipo de ficheros se puede emplear únicamente con los modelos AINDS y ASCAL. El valor de la variable TYPE_ debe ser STI para todos los pesos.

Si no se realizan las especificaciones opcionales para el fichero de configuración/pesos en el subcomando FILE, ALSCAL lee de forma secuencial los valores de TYPE_  apropiados para el modelo y la forma según los valores por defecto de la tabla 2:

Ejemplo:

ALSCAL VARIABLES=V1 TO V7 /FILE=ONE CON(FIXED) STI(INITIAL).

En este caso, ALSCAL lee el fichero de configuración/pesos ONE. Las coordenadas de los estímulos son considerados valores fijos mientras que los pesos son considerados como valores iniciales.

Tabla 2. Especificaciones por defecto para el subcomando FILE.

	Forma
	Modelo
	Especificaciones por defecto

	SYMMETRIC
	EUCLID
	CONFIG (o ROWCONF)

	
	INDSCAL
	CONFIG (o ROWCONF)

SUBJWGHT

	
	GEMSCAL
	CONFIG (o ROWCONF)

SUBJWGHT

	ASYMMETRIC
	EUCLID
	CONFIG (o ROWCONF)

	
	INDSCAL
	CONFIG (o ROWCONF)

SUBJWGHT

	
	GEMSCAL
	CONFIG (o ROWCONF)

SUBJWGHT

	
	ASCAL
	CONFIG (o ROWCONF)

STIMWGHT

	
	AINDS
	CONFIG (o ROWCONF)

SUBJWGHT

STIMWGHT

	RECTANGULAR
	EUCLID
	ROWCONF (o CONFIG)

COLCONF

	
	INDSCAL
	ROWCONF (o CONFIG)

COLCONF

SUBJWGHT

	
	GEMSCAL
	ROWCONF (o CONFIG)

COLCONF

SUBJWGHT


Subcomando MODEL

[/{MODEL}={EUCLID**}] 

  {METHOD}{INDSCAL }

          {ASCAL   }

          {AINDS   }

          {GEMSCAL }

MODEL (o METHOD) define el modelo de escalamiento a emplear en el análisis. Su única especificación es MODEL (o METHOD) y uno de los cinco tipos de modelos de escalamiento y desdoblamiento. La especificación por defecto es EUCLID.

· EUCLID: Modelo  de distancias euclídeas. Este modelo puede emplearse con cualquier tipo de matriz de datos de proximidad.

· INDSCAL: Modelo de distancias euclídeas ponderadas o de diferencias individuales. Este modelo sólo puede aplicarse si el análisis implica a más de una matriz y más de una dimensión (especificado en el subcomando CRITERIA).

· ASCAL: Modelo de distancias euclídeas asimétricas. Este modelo sólo si SHAPE=ASYMMETRIC y si ha sido requerida más de una dimensión en el subcomando CRITERIA.

· AINDS: Modelo asimétrico de diferencias individuales. Este modelo combina el modelo de distancias euclídeas asimétricas con el de diferencias individuales. Sólo puede aplicarse si SHAPE=ASYMMETRIC, si se dispone de más de una matriz de datos y si ha sido requerida más de una dimensión en el subcomando CRITERIA.

· GEMSCAL: Modelo euclidiano generalizado métrico de diferencias individuales. El número de direcciones para el modelo es fijado en la opción DIRECTIONS del subcomando CRITERIA. El número de direcciones especificado puede ser igual o menor que la dimensionalidad del espacio del grupo. Por defecto, el número de direcciones es igual al número de dimensiones de la solución.

Ejemplo:

ALSCAL VARIABLES=V1 TO V7 

 /SHAPE=ASYMMETRIC

 /CONDITION=ROW

 /MODEL=GEMSCAL

 /CRITERIA=DIM(4) DIRECTIONS(4)

En este caso, el número de direcciones en el modelo GEMSCAL es fijado a 4.

Subcomando CRITERIA

[/CRITERIA=[NEGATIVE] [CUTOFF({0**})] [CONVERGE({.001})] 

                              {n  }             {n   }

           [ITER({30})] [STRESSMIN({.005})] [NOULB] 

                 {ni}              {  s }

           [DIMENS({2**      })] [DIRECTIONS(n)] 

                   {mín[,máx]}

           [CONSTRAIN]           [TIESTORE(n)]] 

Emplee el subcomando CRITERIA para controlar las características del modelo de escalamiento multidimensional y fijar los criterios de convergencia para la solución. Pueden realizarse una o más de las siguientes especificaciones:

· CONVERGE(n): Detener las iteraciones si el cambio en el valor del S-stress es menor que n. El S-stress es una medida de bondad del ajuste. Por defecto, n=0.001. para incrementar la precisión de una solución, especifique un valor menor, por ejemplo, 0.0001. para obtener una solución menos precisa (y, quizás reducir el tiempo de procesamiento), especifique un valor mayor. No se permiten valores negativos. Si n=0, el algoritmo realizará 30 iteraciones a menos que se especifique un valor distinto en la opción ITER.

· ITER(n): Fijar a n el número máximo de iteraciones. El valor por defecto es 30. Un valor mayor permitirá obtener una solución más precisa pero su cálculo llevará más tiempo.

· STRESSMIN(n): Fijar a n el valor mínimo del S-stress. Por defecto, ALSCAL detendrá el proceso iterativo cuando el valor del S-stress sea menor o igual que 0.005. El valor de n puede ser cualquiera comprendido entre 0 y 1.

· NEGATIVE: Permitir pesos negativos en modelos de diferencias individuales. Por defecto, ALSCAL no permite que los pesos sean negativos. Esta opción será ignorada en el modelo EUCLID. Sólo se considerará en los modelos INDSCAL, ASCAL, AINDS y GEMSCAL.

· CUTOFF(n): Fijar a n el valor para tratar las distancias como valores perdidos. Por defecto, ALSCAL todas las similitudes o disimilitudes negativas como valores perdidos y únicamente considera los valores mayores o iguales que 0 (n=0). Si se cambia el valor de n, en esta opción, ALSCAL tratará las proximidades menores que este valor como valores perdidos. Los valores perdidos definidos por el sistema o por el usuario serán considerados como tales independientemente del valor especificado en CUTOFF.

· NOULB: No estimar los límites superior e inferior de los valores perdidos. Por defecto, ALSCAL estima los límites superior e inferior de los valores perdidos para calcular la configuración inicial. Esta especificación no tiene efecto alguno sobre el proceso iterativo, en el que los valores perdidos son ignorados.

· DIMEN(min[,max]): Fijar el número mínimo y máximo de dimensiones de la solución. Por defecto, ALSCAL calcula una solución con dos dimensiones. Para obtener soluciones con más dimensiones, especifique valores distintos después de DIMEN. Estos valores pueden ser cualquier número entero entre 2 y 6. Si se especifica un único valor, éste será considerado como número mínimo y máximo de dimensiones. Por ejemplo, DIMEN(3) es equivalente a DIMEN(3,3). El número mínimo de dimensiones puede ser fijado a 1 únicamente si MODEL=EUCLID.

· DIRECTIONS(n): Fijar a n el número el número de direcciones principales en el modelo euclidiano generalizado. Esta opción solo surtirá efecto si MODEL=GEMSCAL. El número de direcciones principales puede ser cualquier entero entre 1 y el número de dimensiones especificadas en la opción DIMENS. Por defecto, el número de direcciones es igual al número de dimensiones.

· TIESTORE(n): Fijar a n la capacidad de almacenamiento necesaria para los empates. Esta opción estima la capacidad de almacenamiento necesaria para tratar los empates presentes en los datos ordinales. Por defecto, la capacidad de almacenamiento necesaria es fijada a 1000 o el número de celdas de la matriz, si éste es menor. Si este valor fuera insuficiente, ALSCAL se detiene y muestra un mensaje indicando la necesidad de un espacio mayor.

· CONSTRAIN: Constreñir la solución del desdoblamiento multidimensional. Esta opción puede emplearse para mantener las restricciones iniciales a lo largo del análisis.

Subcomando PRINT

[/PRINT=[DATA] [HEADER]] 

Este subcomando no actúa por defecto. Puede realizar las siguientes especificaciones:

· DATA: Mostrar los datos de entrada. Esta especificación indica al programa que muestre tanto los datos originales como los datos escalados para cada sujeto de acuerdo con la estructura especificada en el subcomando SHAPE.

· HEADER: Mostrar página de encabezamiento. Esta página de encabezamiento incluye las opciones relativas al modelo, el resultado, el algoritmo y los datos que han sido empleadas en el análisis.

Subcomando PLOT

[/PLOT=[DEFAULT] [ALL]] 

Este comando permite controlar los gráficos que serán trazados por el programa. La especificación mínima para el mismo es que genere los gráficos establecidos por defecto.

· DEFAULT: Mostrar los gráficos establecidos por defecto. Entre dichos gráficos se incluyen los de coordenadas de los estímulos, los de pesos (si el modelo es INDSCAL, AINDS o GEMSCAL) y los pesos de los estímulos (si el modelo es AINDS o ASCAL). También incluye un gráfico de dispersión que muestra el ajuste lineal entre los datos y el modelo y, para ciertos tipos de datos, un gráfico de dispersión que muestra el ajuste no-lineal y la transformación de los datos. Si el comando SET presenta la especificación HIGHRES=ON, ALSCAL envía las coordenadas de los estímulos respecto a todas las dimensiones al editor de gráficos y muestra un diagrama en 3 dimensiones (con las 3 primeras dimensiones de la solución). Si HIGHRES=OFF, ALSCAL genera d(d-1)/2 páginas de gráficos para el espacio de estímulos, donde d es el número de dimensiones de la solución. Cuando ello sea apropiado, lo mismo ocurrirá con el espacio de pesos.

· ALL: Mostrar los gráficos de transformación junto con los gráficos por defecto. SPSS producirá un gráfico individual para cada sujeto si CONDITION=MATRIX y un gráfico separado para cada fila si CONDITION=ROW. Para datos de razón o de intervalo, PLOT=ALL tiene los mismos efectos que PLOT=DEFAULT. Esta opción puede generar un output muy voluminoso, especialmente cuando CONDITION=ROW.

Ejemplo:

ALSCAL VAR=V1 TO V8 /INPUT=ROWS(8) /PLOT=ALL

Este comando genera todos los gráficos establecidos por defecto (el número podrá diferir dependiendo de las especificaciones del comando HIGHRES). También produce un gráfico separado para la transformación de los datos de cada sujeto y un gráfico de V1 a V8 en un espacio bidimensional para cada sujeto.

Subcomando OUTFILE

[/OUTFILE=archivo]

Este comando permite guardar las matrices de coordenadas y de pesos en un fichero de datos de SPSS. La única especificación para el mismo es el nombre del fichero en que se desea guardar esta información.

· El fichero de salida incluye:

· Una variable alfanumérica llamada TYPE_ que identifica el tipo de valores existentes en cada fila.

· Una variable numérica llamada DIMENS que especifica el número de dimensiones.

· Una variable numérica llamada MATNUM que indica el sujeto (matriz) al que corresponde cada conjunto de coordenadas.

· Las varaibles DIM1, DIM2, ..., DIMn, que se corresponden con las n dimensiones del modelo.

· Los valores de las variables de un fichero partido se incluyen también en el fichero de salida.

· El fichero creado por el subcomando OUTFILE pueden emplearse posteriormente por el comando ALSCAL como datos iniciales.

Los siguientes son los tipos de configuraciones y pesos que pueden ser incluidos en el fichero de salida:

· CONFIG: Coordenadas de la configuración de estímulos. 

· ROWCONF: Coordenadas de las filas de la configuración de estímulos. 

· COLCONF: Coordenadas de las columnas de la configuración de estímulos.

· SUBJWGHT: Pesos de los sujetos. 

· FLATWGHT: Pesos aplanados de los sujetos. 

· GEMWGHT: Pesos generalizados. 

· STIMWGHT: Pesos de los estímulos. 

Tabla 3. Tipos de configuraciones y/o pesos en el fichero de salida

	Forma
	Modelo
	TYPE_

	SYMMETRIC
	EUCLID
	CON

	
	INDSCAL
	CON / SUB / FLA

	
	GEMSCAL
	CON / SUB / FLA / GEM

	ASYMMETRIC
	EUCLID
	CON

	
	INDSCAL
	CON / SUB / FLA

	
	GEMSCAL
	CON / SUB / FLA / GEM

	
	ASCAL
	CON / STI

	
	AINDS
	CON / SUB / FLA / STI

	RECTANGULAR
	EUCLID
	ROW / COL

	
	INDSCAL
	ROW / COL / SUB / FLA

	
	GEMSCAL
	ROW / COL / SUB / FLA / GEM


En la variable TYPE_ del fichero de salida solamente aparecen los tres primeros caracteres de cada identificador. Por ejemplo, CONFIG aparece como CON. La estructura del fichero está determinada por los subcomandos SHAPE y MODEL, según se muestra en la tabla 3.

Ejemplo:

ALSCAL VAR=V1 TO V8 /OUTFILE=ONE

Este comando genera un fichero de configuraciones y pesos llamado ONE a partir del escalamiento de las 8 variables especificadas.

Subcomando MATRIX

[/MATRIX=IN(archivo)]

El subcomando MATRIX lee ficheros SPSS de matrices de datos. Puede leer una matriz creada por PROXIMITIES o por CLUSTER.

· Generalmente, los datos leídos por ALSCAL tienen ya forma de matriz. Si el fichero de trabajo está compuesto ya por una matriz de datos no es necesario emplear el comando MATRIX. En este caso utilice solamente el subcomando VARIABLES para indicar las variables o columnas a emplear. Sin embargo, si el fichero de trabajo no está compuesto por una matriz de datos, deberá utilizar el subcomando MATRIX para especificar el fichero que contiene la matriz de datos.

· Las matrices de proximidad que ALSCAL lee tienen el valor PROX en la variable ROWTYPE_ . En estas matrices no debe incluirse ningún otro estadístico.

· ALSCAL ignora los valores no reconocidos de la variable ROWTYPE_. Además, ignora aquellas variables que, estando presentes en el fichero de datos, no han sido especificadas en el subcomando VARIABLES. El orden de las filas y las columnas no es importante.

· Dado que ALSCAL no soporta el etiquetado de los casos, éste ignora los valores de la variable ID (si esta existe) de la matriz resultante de los comandos CLUSTER o PROXIMITIES.

· La especificación del subcomando MATRIX es IN y el nombre del fichero que contiene a la matriz entre paréntesis.

· MATRIX=IN no puede usarse a mensos que se haya definido ya un fichero de trabajo. Para leer un fichero de matriz al principio de una sesión emplee el comando GET y especifique entonces IN(*) en MATRIX. Es decir, si el archivo que contiene la matriz de datos es el archivo de trabajo actual, especifique IN(*) (un asterisco en lugar del nombre del fichero) en el comando MATRIX. Si el fichero que contiene la matriz de datos es distinto del fichero de trabajo, especifique IN(nombre del fichero) en el comando MATRIX. Una matriz leída desde un fichero externo no reemplaza al fichero de trabajo abierto en ese momento.

Ejemplo:

PROXIMITIES V1 TO V8 /ID=NAMEVAR /MATRIX=OUT(*).

ALSCAL VAR=CASE1 TO CASE10 /MATRIX=IN(*).

Esta secuencia de comandos realiza las siguientes tareas:

· El comando PROXIMITIES emplea las variables V1 a V8 del fichero de trabajo para generar un fichero matricial de distancias euclídeas entre cada par de casos. El número de filas y columnas en la matriz resultante será igual al número de casos. MATRIX=OUT reemplazará el fichero de trabajo actual por un nuevo fichero con la matriz de datos.

· El subacomando MATRIX=IN del comando ALSCAL lee la matriz de datos, que es el nuevo fichero de trabajo. En este caso, el subcomando MATRIX es opcional, ya que la matriz se encuentra ya en el fichero de trabajo.

· ALSCAL realiza un escalamiento multidimensional en dos dimensiones de los casos CASE1 a CASE10.

Ejemplo:

GET FILE PROXMTX.

ALSCAL VAR=CASE1 TO CASE10 /MATRIX=IN(*).

Esta secuencia de comandos realiza las siguientes tareas:

· GET recupera el fichero PROXMTX que contiene a la matriz de datos.

· MATRIX=IN tiene la especificación (*) porque el fichero de trabajo contiene ya a la matriz a analizar. Por este motivo, MATRIX es opcional.

Ejemplo:

GET FILE PRSNNL.

FRECUENCIES VARIABLE=AGE.

ALSCAL VAR=CASE1 TO CASE10 /MATRIX=IN(PROXMTX).

Esta secuencia de comandos realiza las siguientes tareas:

· FRECUENCIES realiza un análisis de frecuencias del fichero PRSNNL y ALSCAL emplea un fichero diferente que contiene la matriz de datos. El fichero ha sido creado antes de ejecutar esta secuencia de comandos.

· En este caso MATRIX=IN es necesario porque el fichero que contiene a la matriz de datos no es el fichero de trabajo actual. PROXMTX no reemplaza al fichero de trabajo PRSNNL.

Especificación de los análisis

La tabla 4 resume los distintos análisis que pueden ser llevados a cabo para la mayoría de tipos de matrices de proximidad empleando ALSCAL. La tabla 5 muestra las especificaciones necesarias para producir los análisis no-métricos y la tabla 6, las especificaciones necesarias para producir los análisis métricos. El usuario podrá introducir especificaciones adicionales para controlar la precisión del análisis mediante el subcomando CRITERIA.

Tabla 4. Modelos aplicables según el tipo de matriz de datos

	Tipo de matriz
	Forma de la matriz
	Clase de modelo
	Una matriz
	Replicaciones de una matriz
	Dos ó más matrices individuales

	Objeto por objeto
	Simétrica
	Escalamiento multidimensional
	EMDC: escalamiento multidimensional clásico
	EMDR: escalamiento multidimensional replicado
	EMDP: escalamiento multidimensional ponderado (INDSCAL)

	
	Asimétrica de un solo proceso
	Escalamiento multidimensional
	EMDC condicionado por filas
	EMDR condicionado por filas
	EMDP condicionado por filas

	
	Asimétrica de procesos múltiples
	Escalamiento multidimensional asimétrico interno
	EMDCA: escalamiento multidimensional clásico asimétrico
	EMDRA: escalamiento multidimensional replicado asimétrico
	EMDPA: escalamiento multidimensional ponderado asimétrico

	
	
	Escalamiento multidimensional asimétrico interno
	EMDCA externo
	EMDRA externo
	EMDPA externo

	Objeto por atributo
	Rectangular
	Desdoblamiento interno
	DMDC interno: desdoblamiento multidimensional clásico interno
	DMDR interno: desdoblamiento multidimensional replicado interno
	DMDP interno: desdoblamiento multidimensional ponderado interno

	
	
	Desdoblamiento externo
	DMDC externo: desdoblamiento multidimensional clásico externo
	DMDR externo: desdoblamiento multidimensional replicado externo
	DMDP externo: desdoblamiento multidimensional ponderado externo


Tabla 5. Especificicaciones de ALSCAL para modelos no-métricos

	Tipo de matriz
	Forma de la matriz
	Clase de modelo
	Una matriz
	Replicaciones de una matriz
	Dos ó más matrices individuales

	Objeto por objeto
	Simétrica
	Escalamiento multidimensional
	ALSCAL VAR=varlist.
	ALSCAL VAR=varlist.
	ALSCAL VAR=varlist

MODEL=INDSCAL.

	
	Asimétrica de un solo proceso
	Escalamiento multidimensional
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/CONDITION=ROW.
	ALSCAL VAR=varlist.

/SHAPE=ASYMMETRIC

/CONDITION=ROW.
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/CONDITION=ROW

/MODEL=INDSCAL.

	
	Asimétrica de procesos múltiples
	Escalamiento multidimensional asimétrico interno
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/MODEL=ASCAL.
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/MODEL=ASCAL.
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/MODEL=AINDS.

	
	
	Escalamiento multidimensional asimétrico interno
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/MODEL=ASCAL

/FILE=file

   COLCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/MODEL=ASCAL

/FILE=file

   COLCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/MODEL=AINDS

/FILE=file

   COLCONF(FIX).

	Objeto por atributo
	Rectangular
	Desdoblamiento interno
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW.
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW.
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/MODEL=INDSCAL.

	
	
	Desdoblamiento externo
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/FILE=file

   ROWCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/FILE=file

   ROWCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/MODEL=INDSCAL

/FILE=file

   ROWCONF(FIX).


Tabla 6. Especificicaciones de ALSCAL para modelos métricos

	Tipo de matriz
	Forma de la matriz
	Clase de modelo
	Una matriz
	Replicaciones de una matriz
	Dos ó más matrices individuales

	Objeto por objeto
	Simétrica
	Escalamiento multidimensional
	ALSCAL VAR=varlist

/LEVEL=INT.
	ALSCAL VAR=varlist

/LEVEL=INT.
	ALSCAL VAR=varlist

/LEVEL=INT

MODEL=INDSCAL.

	
	Asimétrica de un solo proceso
	Escalamiento multidimensional
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/CONDITION=ROW

/LEVEL=INT.
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/CONDITION=ROW

/LEVEL=INT.
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/CONDITION=ROW

/LEVEL=INT

/MODEL=INDSCAL.

	
	Asimétrica de procesos múltiples
	Escalamiento multidimensional asimétrico interno
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/LEVEL=INT

/MODEL=ASCAL.
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/LEVEL=INT

/MODEL=ASCAL.
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/LEVEL=INT

/MODEL=AINDS.

	
	
	Escalamiento multidimensional asimétrico interno
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/LEVEL=INT

/MODEL=ASCAL

/FILE=file

   COLCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/LEVEL=INT

/MODEL=ASCAL

/FILE=file

   COLCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=ASYMMETRIC

/LEVEL=INT

/MODEL=AINDS

/FILE=file

   COLCONF(FIX).

	Objeto por atributo
	Rectangular
	Desdoblamiento interno
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/LEVEL=INT.
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/LEVEL=INT.
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/LEVEL=INT

/MODEL=INDSCAL.

	
	
	Desdoblamiento externo
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/LEVEL=INT

/FILE=file

   ROWCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/LEVEL=INT

/FILE=file

   ROWCONF(FIX).
	ALSCAL VAR=varlist

/SHAPE=RECTANGULAR

/INP=ROWS

/CONDITION=ROW

/LEVEL=INT

/MODEL=INDSCAL

/FILE=file

   ROWCONF(FIX).






























































� Is more parsimonious


� systematic response bias differences


� Individual response bias differences 
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Hoja1

		Matrix    1

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,077     ,977       2         ,282     ,647

		3         ,091     ,968       4         ,102     ,950

		5         ,370     ,416       6         ,120     ,829

		7         ,019     ,998       8         ,103     ,954

		9         ,024     ,998      10         ,229     ,778

		11         ,087     ,969      12         ,198     ,778

		13         ,067     ,981      14         ,050     ,989

		15         ,212     ,780

		Averaged (rms) over stimuli

		Matrix    2

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,353     ,469       2         ,338     ,433

		3         ,407     ,292       4         ,317     ,454

		5         ,410     ,250       6         ,151     ,747

		7         ,293     ,487       8         ,400     ,285

		9         ,387     ,359      10         ,334     ,519

		11         ,295     ,623      12         ,291     ,482

		13         ,379     ,331      14         ,317     ,526

		15         ,340     ,404

		Averaged (rms) over stimuli

		Matrix    3

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,404     ,290       2         ,341     ,365

		3         ,355     ,444       4         ,290     ,499

		5         ,387     ,319       6         ,152     ,755

		7         ,289     ,446       8         ,368     ,388

		9         ,287     ,624      10         ,338     ,495

		11         ,410     ,261      12         ,210     ,703

		13         ,371     ,339      14         ,258     ,674

		15         ,324     ,452

		Averaged (rms) over stimuli

		Matrix    4

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,026     ,997       2         ,105     ,951

		3         ,312     ,614       4         ,099     ,953

		5         ,030     ,996       6         ,112     ,853

		7         ,098     ,947       8         ,085     ,969

		9         ,216     ,808      10         ,212     ,813

		11         ,077     ,975      12         ,119     ,920

		13         ,068     ,980      14         ,061     ,983

		15         ,077     ,971

		Averaged (rms) over stimuli

		Matrix    5

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,391     ,337       2         ,095     ,954

		3         ,343     ,490       4         ,246     ,667

		5         ,380     ,346       6         ,158     ,730

		7         ,084     ,956       8         ,397     ,293

		9         ,229     ,770      10         ,409     ,279

		11         ,122     ,935      12         ,226     ,677

		13         ,310     ,556      14         ,298     ,587

		15         ,084     ,964

		Averaged (rms) over stimuli

		Matrix    6

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,107     ,955       2         ,030     ,996

		3         ,277     ,680       4         ,237     ,720

		5         ,117     ,944       6         ,096     ,894

		7         ,204     ,759       8         ,087     ,968

		9         ,200     ,830      10         ,058     ,986

		11         ,215     ,814      12         ,082     ,960

		13         ,073     ,977      14         ,064     ,982

		15         ,101     ,950

		Averaged (rms) over stimuli

		Matrix    7

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,348     ,477       2         ,358     ,327

		3         ,416     ,247       4         ,337     ,348

		5         ,395     ,290       6         ,162     ,718

		7         ,305     ,411       8         ,221     ,779

		9         ,395     ,312      10         ,417     ,243

		11         ,379     ,372      12         ,304     ,403

		13         ,375     ,331      14         ,362     ,369

		15         ,348     ,370

		Averaged (rms) over stimuli

		Matrix    8

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,423     ,237       2         ,377     ,292

		3         ,399     ,318       4         ,348     ,343

		5         ,400     ,284       6         ,155     ,737

		7         ,322     ,375       8         ,341     ,478

		9         ,304     ,599      10         ,387     ,359

		11         ,276     ,666      12         ,205     ,736

		13         ,152     ,892      14         ,380     ,314

		15         ,368     ,302

		Averaged (rms) over stimuli

		Matrix    9

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,096     ,965       2         ,010    1,000

		3         ,078     ,976       4         ,029     ,996

		5         ,106     ,955       6         ,125     ,818

		7         ,037     ,993       8         ,089     ,966

		9         ,030     ,996      10         ,032     ,996

		11         ,078     ,975      12         ,218     ,733

		13         ,059     ,985      14         ,057     ,986

		15         ,074     ,974

		Averaged (rms) over stimuli

		Matrix   10

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,357     ,450       2         ,338     ,397

		3         ,414     ,253       4         ,312     ,434

		5         ,320     ,536       6         ,157     ,734

		7         ,296     ,440       8         ,401     ,282

		9         ,357     ,437      10         ,388     ,343

		11         ,408     ,276      12         ,236     ,636

		13         ,214     ,791      14         ,331     ,469

		15         ,344     ,386

		Averaged (rms) over stimuli

		Matrix   11

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,062     ,985       2         ,122     ,935

		3         ,046     ,991       4         ,115     ,937

		5         ,030     ,996       6         ,090     ,904

		7         ,100     ,947       8         ,080     ,973

		9         ,037     ,994      10         ,020     ,998

		11         ,073     ,978      12         ,034     ,994

		13         ,369     ,387      14         ,050     ,989

		15         ,042     ,991

		Averaged (rms) over stimuli

		Matrix   12

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,410     ,273       2         ,226     ,725

		3         ,409     ,268       4         ,231     ,688

		5         ,368     ,381       6         ,130     ,821

		7         ,266     ,525       8         ,360     ,428

		9         ,339     ,475      10         ,332     ,511

		11         ,361     ,426      12         ,191     ,754

		13         ,275     ,647      14         ,384     ,299

		15         ,281     ,595

		Averaged (rms) over stimuli

		Matrix   13

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,011    1,000       2         ,011    1,000

		3         ,048     ,992       4         ,081     ,974

		5         ,282     ,702       6         ,081     ,915

		7         ,054     ,987       8         ,294     ,674

		9         ,011    1,000      10         ,022     ,998

		11         ,298     ,672      12         ,194     ,833

		13         ,119     ,945      14         ,309     ,638

		15         ,119     ,942

		Averaged (rms) over stimuli

		Matrix   14

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,172     ,872       2         ,245     ,679

		3         ,349     ,463       4         ,221     ,717

		5         ,402     ,269       6         ,125     ,833

		7         ,247     ,594       8         ,371     ,385

		9         ,211     ,797      10         ,358     ,438

		11         ,393     ,323      12         ,261     ,545

		13         ,361     ,379      14         ,271     ,642

		15         ,244     ,687

		Averaged (rms) over stimuli

		Matrix   15

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,086     ,972       2         ,065     ,982

		3         ,339     ,550       4         ,143     ,906

		5         ,371     ,429       6         ,126     ,811

		7         ,262     ,651       8         ,384     ,364

		9         ,346     ,523      10         ,303     ,622

		11         ,037     ,994      12         ,171     ,840

		13         ,342     ,483      14         ,269     ,684

		15         ,217     ,773

		Averaged (rms) over stimuli

		Matrix   16

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,088     ,971       2         ,097     ,959

		3         ,089     ,970       4         ,022     ,998

		5         ,101     ,960       6         ,088     ,906

		7         ,152     ,877       8         ,208     ,821

		9         ,172     ,880      10         ,220     ,794

		11         ,329     ,555      12         ,071     ,973

		13         ,187     ,859      14         ,061     ,984

		15         ,176     ,860

		Averaged (rms) over stimuli

		Matrix   17

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,165     ,904       2         ,233     ,619

		3         ,076     ,979       4         ,253     ,518

		5         ,136     ,930       6         ,109     ,888

		7         ,170     ,792       8         ,241     ,817

		9         ,200     ,820      10         ,257     ,762

		11         ,164     ,914      12         ,144     ,857

		13         ,135     ,935      14         ,140     ,926

		15         ,094     ,968

		Averaged (rms) over stimuli

		Matrix   18

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,060     ,986       2         ,018     ,999

		3         ,073     ,978       4         ,031     ,995

		5         ,112     ,949       6         ,032     ,988

		7         ,191     ,798       8         ,329     ,537

		9         ,234     ,774      10         ,035     ,995

		11         ,305     ,617      12         ,062     ,978

		13         ,277     ,669      14         ,089     ,965

		15         ,094     ,958

		Averaged (rms) over stimuli

		Matrix   19

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,290     ,642       2         ,186     ,776

		3         ,376     ,393       4         ,232     ,616

		5         ,216     ,791       6         ,169     ,717

		7         ,212     ,649       8         ,248     ,735

		9         ,337     ,436      10         ,413     ,262

		11         ,312     ,582      12         ,256     ,498

		13         ,222     ,770      14         ,284     ,603

		15         ,274     ,614

		Averaged (rms) over stimuli

		Matrix   20

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,095     ,966       2         ,064     ,982

		3         ,247     ,762       4         ,144     ,904

		5         ,297     ,630       6         ,065     ,949

		7         ,183     ,822       8         ,299     ,631

		9         ,266     ,722      10         ,337     ,516

		11         ,236     ,780      12         ,179     ,830

		13         ,246     ,754      14         ,215     ,815

		15         ,247     ,727

		Averaged (rms) over stimuli

		Matrix   21

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,180     ,882       2         ,110     ,953

		3         ,278     ,712       4         ,178     ,871

		5         ,290     ,687       6         ,015     ,997

		7         ,188     ,841       8         ,257     ,747

		9         ,241     ,794      10         ,266     ,712

		11         ,340     ,554      12         ,166     ,872

		13         ,259     ,742      14         ,332     ,563

		15         ,283     ,662

		Averaged (rms) over stimuli

		Matrix   22

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,130     ,935       2         ,097     ,957

		3         ,108     ,953       4         ,076     ,971

		5         ,057     ,986       6         ,066     ,952

		7         ,158     ,866       8         ,148     ,922

		9         ,195     ,850      10         ,168     ,878

		11         ,158     ,907      12         ,079     ,972

		13         ,172     ,899      14         ,198     ,866

		15         ,176     ,885

		Averaged (rms) over stimuli

		Matrix   23

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,048     ,992       2         ,055     ,988

		3         ,045     ,993       4         ,048     ,990

		5         ,076     ,979       6         ,069     ,939

		7         ,128     ,925       8         ,294     ,660

		9         ,039     ,994      10         ,060     ,985

		11         ,025     ,997      12         ,058     ,984

		13         ,049     ,991      14         ,046     ,991

		15         ,061     ,984

		Averaged (rms) over stimuli

		Matrix   24

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,089     ,969       2         ,079     ,972

		3         ,022     ,998       4         ,116     ,934

		5         ,100     ,959       6         ,129     ,816

		7         ,064     ,977       8         ,151     ,916

		9         ,042     ,993      10         ,201     ,825

		11         ,232     ,792      12         ,013     ,999

		13         ,066     ,985      14         ,195     ,864

		15         ,145     ,919

		Averaged (rms) over stimuli

		Matrix   25

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,165     ,933       2         ,164     ,932

		3         ,155     ,938       4         ,164     ,934

		5         ,157     ,938       6         ,035     ,985

		7         ,156     ,932       8         ,152     ,931

		9         ,162     ,924      10         ,138     ,935

		11         ,167     ,923      12         ,185     ,893

		13         ,201     ,879      14         ,203     ,879

		15         ,205     ,876

		Averaged (rms) over stimuli

		Matrix   26

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,012     ,999       2         ,107     ,943

		3         ,068     ,981       4         ,091     ,954

		5         ,025     ,997       6         ,070     ,945

		7         ,120     ,912       8         ,135     ,921

		9         ,011    1,000      10         ,012     ,999

		11         ,041     ,993      12         ,093     ,946

		13         ,075     ,975      14         ,057     ,985

		15         ,087     ,962

		Averaged (rms) over stimuli

		Matrix   27

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,270     ,718       2         ,249     ,564

		3         ,094     ,965       4         ,253     ,511

		5         ,281     ,686       6         ,050     ,975

		7         ,148     ,815       8         ,243     ,772

		9         ,303     ,546      10         ,423     ,297

		11         ,301     ,640      12         ,200     ,673

		13         ,276     ,655      14         ,281     ,619

		15         ,236     ,741

		Averaged (rms) over stimuli

		Matrix   28

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,133     ,929       2         ,023     ,997

		3         ,082     ,971       4         ,086     ,957

		5         ,068     ,980       6         ,110     ,871

		7         ,153     ,845       8         ,178     ,871

		9         ,139     ,912      10         ,062     ,983

		11         ,289     ,641      12         ,128     ,900

		13         ,158     ,897      14         ,179     ,865

		15         ,159     ,882

		Averaged (rms) over stimuli

		Matrix   29

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,129     ,934       2         ,042     ,989

		3         ,176     ,871       4         ,062     ,974

		5         ,052     ,988       6         ,051     ,974

		7         ,125     ,883       8         ,230     ,798

		9         ,093     ,958      10         ,202     ,820

		11         ,251     ,748      12         ,063     ,973

		13         ,207     ,826      14         ,182     ,860

		15         ,164     ,882

		Averaged (rms) over stimuli

		Matrix   30

		Stimulus    Stress      RSQ   Stimulus    Stress      RSQ

		1         ,123     ,939       2         ,044     ,988

		3         ,123     ,938       4         ,081     ,956

		5         ,033     ,995       6         ,084     ,929

		7         ,122     ,890       8         ,290     ,666

		9         ,111     ,941      10         ,135     ,918

		11         ,183     ,866      12         ,081     ,956

		13         ,211     ,815      14         ,154     ,901

		15         ,141     ,909

		Averaged (rms) over stimuli
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Hoja2

		sujeto		stress		RSQ		stress		RSQ		stress		RSQ						stress		RSQ				sujeto		rareza		dim 1		dim 2		dim 3

		1		0.167		0.867		16		15		11		10				niños		0.244		0.675				1		0.272		0.701		0.576		0.211

		2		0.340		0.444		2		2		2		2				adultos		0.169		0.857				2		0.231		0.432		0.457		0.221

		3		0.327		0.470		5		5		5		5												3		0.169		0.446		0.418		0.311

		4		0.136		0.915		25		23		13		13												4		0.334		0.644		0.672		0.221

		5		0.277		0.636		8		9		8		8												5		0.228		0.498		0.552		0.290

		6		0.149		0.894		21		19		12		12				estímulo		RSQ		RSQ				6		0.149		0.749		0.513		0.265

		7		0.348		0.400		1		1		1		1				CHEEK		0.798		4				7		0.202		0.395		0.422		0.257

		8		0.334		0.462		3		4		3		4				FACE		0.810		2				8		0.199		0.449		0.452		0.237

		9		0.089		0.954		29		28		15		15				MOUTH		0.732		11				9		0.325		0.678		0.668		0.219

		10		0.333		0.458		4		3		4		3				HEAD		0.789		5				10		0.181		0.433		0.439		0.279

		11		0.118		0.933		27		27		14		14				EAR		0.719		13				11		0.366		0.636		0.696		0.210

		12		0.315		0.521		6		6		6		6				BODY		0.864		1				12		0.133		0.523		0.370		0.334

		13		0.170		0.885		15		17		10		11				ARM		0.778		7				13		0.469		0.859		0.370		0.103

		14		0.294		0.575		7		7		7		7				ELBOW		0.698		15				14		0.150		0.504		0.461		0.329

		15		0.258		0.706		10		11		9		9				HAND		0.769		8				15		0.386		0.575		0.591		0.159

		16		0.157		0.891		19		18		8		7				PALM		0.702		14				16		0.266		0.819		0.426		0.200

		17		0.177		0.842		14		14		5		5				FINGER		0.726		12				17		0.785		0.384		0.093		0.828

		18		0.166		0.879		17		16		6		6				LEG		0.810		2				18		0.197		0.767		0.488		0.232

		19		0.277		0.606		8		8		1		1				KNEE		0.755		10				19		0.436		0.432		0.353		0.543

		20		0.224		0.786		13		13		4		4				FOOT		0.761		9				20		0.246		0.766		0.399		0.198

		21		0.241		0.773		12		12		3		3				TOE		0.779		6				21		0.426		0.768		0.415		0.105

		22		0.140		0.920		24		24		12		11												22		0.473		0.904		0.145		0.286

		23		0.097		0.960		28		29		14		14												23		0.415		0.848		0.474		0.122

		24		0.127		0.928		26		26		13		13												24		0.412		0.902		0.196		0.276

		25		0.165		0.922		18		25		7		12												25		0.713		0.911		0.305		0.000

		26		0.077		0.967		30		30		15		15												26		0.044		0.753		0.529		0.349

		27		0.256		0.679		11		10		2		2												27		0.649		0.288		0.299		0.711

		28		0.144		0.900		22		21		10		9												28		0.231		0.780		0.331		0.427

		29		0.152		0.898		20		20		9		8												29		0.513		0.673		0.216		0.632

		30		0.142		0.907		23		22		11		10												30		0.459		0.702		0.243		0.596
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